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Введение: метрические методы распознавания позволяют предварительно и строго определять структуры нейрон-
ных сетей прямого распространения, а именно количество нейронов, слоев и связей на основе начальных параметров 
задачи распознавания. Они также дают возможность на основе метрических выражений близости аналитически вычис-
лять веса синапсов нейронов сети. Процедура настройки для данных сетей включает вbсебя последовательное аналити-
ческое вычисление значения каждого веса синапса вbтаблице весов для нейронов нулевого или первого слоя, что позво-
ляет уже на начальном этапе без применения алгоритмов обучения получить работоспособную нейронную сеть прямого 
распространения. Затем нейронные сети прямого распространения могут дообучаться известными алгоритмами обуче-
ния, что вbцелом ускоряет процедуры их создания и обучения. Цель: определить, сколько времени требует процесс вы-
числения значений весов и, соответственно, насколько является оправданным предварительное вычисление значений 
весов нейронной сети прямого распространения. Результаты: предложен и реализован алгоритм автоматизированного 
вычисления всех значений таблиц весов синапсов для нулевого и первого слоя применительно кbзадаче распознавания 
черно-белых однотонных изображений символов. Описание предлагаемого алгоритма приведено вbпрограммной среде 
Builder C. Рассмотрена возможность оптимизировать процесс вычисления весов синапсов вbцелях ускорения всего 
алгоритма. Выполнена оценка затрачиваемого времени на вычисление этих весов для разных конфигураций нейронных 
сетей на основе метрических методов распознавания. Приведены примеры создания таблиц весов синапсов согласно 
рассмотренному алгоритму. Результаты вычисления таблиц показывают, что на процедуру аналитического вычисления 
весов нейронной сети потрачены считанные секунды, минуты, что никак не сравнимо со временем, необходимым для 
обучения нейронной сети. Практическая значимость: аналитическое вычисление значений весов нейронной сети по-
зволяет существенно ускорить процедуру создания и обучения нейронной сети прямого распространения. На основе 
предложенного алгоритма может быть также реализован и алгоритм вычисления трехмерных таблиц весов для более 
сложных, черно-белых и цветных полутонных, изображений. 

Ключевые словаb— нейронные сети, весовые и пороговые значения, нейрокомпьютер, алгоритмы обучения, про-
граммирование нейронных сетей.
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Оценка времени вычисления 
таблиц весов

С увеличением размерности таблицы весов 
синапсов количество связей нейрона первого 
слоя увеличивается. Оно равно количеству яче-
ек в таблице весов и определяется по выражению 
nсвязейCR, где C — количество столбцов; R — 
количество строк таблицы весов. При этом время 
вычислений также увеличивается. Для оценки 
времени вычисления значения весов синапсов ис-
пользовалась встроенная в С функция clock(), 
которая выводит время в миллисекундах в нача-
ле функции Izmeneniye_X0_Y0() и после завер-

шения вычисления таблицы весов. Результаты 
вычитаются, переводятся в секунды, и итоговое 
время вычисления таблицы весов выводится в 
статусную панель формы (см. рис. 4):

start clock();
……
……
end clock();
timework end – start;
timework timework/1000;
Form1–>StatusBar1–>SimpleText “Время вы-

числения”  FloatToStr(timework)  “с”;

Для таблиц весов, приведенных на рис. 8, было 
потрачено время, соответственно для каждого сим-
вола: tA 0,078 c и tC 0,093 c. Эти данные были 
получены на компьютере с использованием про-
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цессора со скоростью работы 2,8 ГГц и оперативной 
памятью 1 ГБ. При использовании более быстрых 
конфигураций время вычисления будет меньше. 

Таблицы весов на рис. 8 являются таблицами 
весов синапсов нулевого слоя НС. Если в НС на 
основе метрического метода распознавания ис-
пользуется N эталонов, то понадобится в общем 
количестве N таблиц весов. Если реализуется НС 
без нулевого слоя, то поскольку для N эталонов 
требуется nN(N – 1) нейронов первого слоя (см. 
рис. 2), то столько же потребуется и таблиц весов, 
либо понадобится nN(N – 1)/2 нейронов для 
сжатой схемы НС [26]. При этом одна таблица ве-
сов синапсов нейрона первого слоя 1( )

,i jW  опреде-
ляется как разность двух таблиц весов нулевого 
слоя 0( ),iW  0( )

jW : 

 
1 0 0( ) ( ) ( )
, .ii j j W W W   (16)

Например, если в выражении (16) i и j соответ-
ствуют символам «A» и «С», приведенным на рис. 8, 
то в НС без нулевого слоя таблица весов нейрона 
первого слоя 1( )

,A CW  будет выглядеть так, как по-
казано на рис. 9.

Тогда время вычисления таблиц весов синап-
сов T для всех нейронов нулевого слоя определит-
ся как T ntcp, где n — количество нейронов 
первого или второго слоя; tcp — среднее время вы-
числения одной таблицы весов синапсов. К приме-
ру, если мы, исходя из рис. 8, определяем среднее 
время вычисления таблицы весов синапсов как 
tср (0,078  0,093)/2 0,0855 c, то для задачи рас-
познавания алфавитных символов с количеством 
распознаваемых образов, равным 30, в котором 

для каждого образа используется в среднем по три 
эталона (что в целом составляет 90 эталонов), по-
надобится время вычисления T 90tcp 7 с для 
НС с нулевым слоем, T 9089tcp 6,23 мин 
для архитектуры расширенной НС без нулевого 
слоя (см. рис. 2) и T 9089tcp /23 мин для 
сжатой схемы НС. 

Нужно отметить, что при обучении НС класси-
ческими алгоритмами время требуется значитель-
но большее, которое измеряется часами, а иногда 
и сутками. Таким образом, вычисление значения 
весов синапсов предлагаемым алгоритмом суще-
ственно выигрывает по времени, при этом создает-
ся уже работающая НС, которая может еще и до-
обучаться классическими алгоритмами.

Примеры

Пример 1. Создание НС и применение 
вычисленных весовых значений синапсов 
для набора изображения букв 

Приведем наглядный пример НС для задачи 
распознавания шести образов рукописных букв 
A, B, E, M, N, Z (рис. 10). Для нашей задачи N8 
(количество эталонов); образу символа «A» и «B» 
соответствует по два эталона, наименованные 
как A1, A2, B1, B2. Для наглядности и простоты 
примера будем также использовать схему НС с 
нулевым слоем (см. рис. 3). 

Исходя из условия задачи количество нейро-
нов нулевого слоя n0 8; количество нейронов 
первого слоя n1 8756; количество нейронов 
второго слоя равно количеству эталонов: n2 8; 
количество нейронов третьего слоя равно ко-
личеству образов: n3 6. Размерность таблицы 
весов синапсов примем равной 88, и, таким 
образом, количество связей одного нейрона нуле-
вого слоя будет равно 64. На рис. 10 приведены 
таблицы весов синапсов для каждого нейрона 
нулевого слоя, вычисленные описанным выше 
способом. Каждому нейрону нулевого слоя соот-
ветствует одна вычисленная таблица весов си-
напсов согласно их расположению на рис. 10, т. е. 
первому нейрону нулевого слоя соответствует 
таблица весов синапсов, определенная эталоном 
«А1», второму нейрону — эталоном «A2», третье-
му нейрону — эталоном «B1», четвертому нейро-
ну — эталоном «B2», пятому нейрону — эталоном 
«E», шестому нейрону — эталоном «M», седьмому 
нейрону — эталоном «N», восьмому нейрону — 
эталоном «Z». В этом же порядке определяются 
и выходы второго слоя. Выходы НС (выходы тре-
тьего слоя) определяются в следующем порядке: 
образу «А» соответствует 1-й выход, «B» — 2-й, 
«E» — 3-й, «M» — 4-й, «N» — 5-й, «Z» — 6-й вы-
ход. В качестве входного тестируемого символа 
будем использовать значение рукописного симво-

  Рис. 9. Таблица весов синапсов для нейрона перво-
го слоя сети без нулевого слоя, определенных для пары 
эталонных печатных символов «A» и «С» с размерно-
стью 1616

  Fig. 9. Table of weights for a neuron of the first layer 
of a neural network without a zero layer, defined for a 
pair samples printed characters “A” and “C” with a di-
mension of 1616
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ла «N», приведенного на рис. 11, a. Это означает, 
что в случае правильности узнавания входного 
символа НС 5-й выход НС должен активизиро-
ваться (стать равным 1), тогда как остальные 
выходы должны быть равны 0. На рис. 11, б при-
ведена бинарная матрица входного тестируе-
мого символа c рис. 11, a с размерностью также 
88. При применении тестируемого символа 
(см. рис. 11, a) определим формируемые значения 
состояний и активаций всех нейронов НС. На 
рис. 12 приведены таблицы умножений бинарной 
матрицы входного символа (см. рис. 11, a) на таб-
лицы весов (см. рис. 10), а также значения состо-
яния нейронов, определяемые как
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  Рис. 10. Эталонные символы A1, A2, B1, B2, E, M, N, Z с размерностью матрицы разбиения изображений 88 и 
соответствующие им таблицы весов синапсов нейронов нулевого слоя

  Fig. 10. Samples symbols A1, A2, B1, B2, E, M, N, Z with the dimension of the image partition matrix 88 and the 
corresponding tables of weights of neurons of the zero layer

Здесь для нулевого слоя используются ней-
роны, у которых значения функции активации 
нейрона равны значению состояния нейрона:

 f(Swi
(0)) Swi

(0).  (18)

Значения функций состояний нейронов перво-
го слоя определяются по выражению

 Swi,j
(1) Swi

(0) – Swj
(0),  (19)

где i и j — порядковые номера попарно сравни-
ваемых эталонов. В табл. 1 приведены значения 
функций состояний всех 8756 нейронов пер-
вого слоя. Функции активации нейронов первого 
слоя f(Swi,j

(1)) определяются по выражению
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  Рис. 12. Таблицы значений произведений бинарной матрицы X тестируемого (входного) символа с таблицами 
весов синапсов нейронов нулевого слоя W0 и значения функций состояния Swi

(0) нейронов нулевого слоя
  Fig. 12. Tables of product values of the binary matrix X of the test (input) symbol with tables of weights of the zero 

layer neurons W0 and values of the state functions функций Swi
(0) of zero layer neurons

           

  Рис. 11. Тестируемый рукописный символ «N» (a) 
и бинарная матрица X тестируемого символа (б)

  Fig. 11. Test handwritten character “N” (a) and bina-
ry matrix of the test character X (б)

a) б)

  Таблица 1. Значения функций состояний Swi,j
(1) (19) нейронов первого слоя 

  Table 1. Values of state functions Swi,j
(1) (19) neurons of the first layer

Символ, i,
Swi(0)

Символ, j, Swj(0)

A1, 1, 35 A2, 2, 34 B1, 3, 15 B2, 4, 31 E, 5, 14 M, 6, 51 N, 7, 11 Z, 8, 27

A1, 1, 35 1 20 4 21 –16 24 8

A2, 2, 34 –1 19 3 20 –17 23 7

B1, 3, 15 –20 –19 –16 1 –36 4 –12

B2, 4, 31 –4 –3 16 17 –20 20 4

E, 5, 14 –21 –20 –1 –17 –37 3 –13

M, 6, 51 16 17 36 20 37 40 24

N, 7, 11 –24 –23 –4 –20 –3 –40 –16

Z, 8, 27 –8 –7 12 –4 13 –24 16

 

 
 

1 1

1 1

1  åñëè 0

0  åñëè 0

( ) ( )
, ,

( ) ( )
, ,

,
.

,

i j i j

i j i j

f Sw Sw

f Sw Sw

  


 

  (20)

Значения всех выходов f(Swi,j
(1)) нейронов пер-

вого слоя приведены в табл. 2. Каждый нейрон 
второго слоя объединяет семь выходов нейронов 
первого слоя, в которых в выражении (19) ин-
декс i соответствует одному и тому же эталону. 
Например, первый нейрон второго слоя соединен 
с семью нейронами первого слоя, где i в (19) и (20) 
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определяет эталон «A1»: f(Sw(1)
A1,A2), f(Sw(1)

A1,B1), 

f(Sw(1)
A1,B2), f(Sw(1)

A1,E), f(Sw(1)
A1,M), f(Sw(1)

A1,N), f(Sw(1)
A1,Z). 

Соответственно, активный выход i-го нейрона вто-
рого слоя определяет схожесть входного распоз-
наваемого элемента к эталону «A1». Аналогично 
и по другим нейронам второго слоя. Функции со-
стояния нейрона второго слоя для расширенных 
схем рис. 2, 3 определяются следующим образом 
[26, 27]:

 
 12 1

1
( ) ( )

,, ;N
k k jj j k

Sn f Sn
     (21)
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    

2 2 2

2 2 2

1  åñëè 1

0  åñëè 1

( ) ( ) ( )
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,
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k k k

f Sn Sn N H

f Sn Sn N H

     



    


  (22)

где N — количество эталонов;  — постоянная ве-
личина, определяющая значение веса wk

(2) вход-
ных связей нейронов второго слоя. В данном при-
мере  1; Hk

(2) (N – 1) — порог нейрона вто-
рого слоя. Поскольку для данного примера коли-
чество эталонов равно восьми, то порог Hk

(2) 7 
для всех нейронов второго слоя. В табл. 2 пока-
заны также значения функций состояний Swk

(2) 

активации f(Swk
(2)) нейронов второго слоя соглас-

но приведенным выражениям (21), (22). Можно 
видеть, что уже на этом этапе 7-й выход второ-
го слоя, соответствующий эталону «N», является 
активным. В третьем слое НС выполняется объ-
единение нейронов одного образа в одном нейро-
не. Для данного примера третий слой необходим 
для первого и второго образов «А» и «B», посколь-
ку эти образы имеют по два эталона и их выходы 
объединяются в нейронах третьего слоя. Функ-
ции состояния Snk

(3) и f(Snk
(3)) активации нейро-

на третьего слоя определяются следующим обра-
зом:

 
  3 2

1
( ) ( ) ;K
k jj

Sn f Sn 
 

 (23)
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,
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f Sn Sn

f Sn Sn

  


 

  (24)

где K — количество эталонов в k-м образе;  — по-
стоянное значение, определяющее значение веса 
связей нейронов третьего слоя wk

(3), для данного 
примера также  1.

Из табл. 2 можно видеть, что в итоге для вход-
ного символа на рис. 11, a активизируется 5-й вы-
ход НС, соответствующий образу «N».

Пример 2. Создание и обучение НС 
на основе базы цифр MNIST 

В данном примере НС создается и далее обу-
чается на базе MNIST (рис. 13). Набор эталонов 
набирается из базы MNIST, размерность табли-
цы весов синапсов определяется также на основе 
размерности матрицы изображений базы MNIST, 
превышая ее в два раза (2856). Дальнейшее до-
обучение сети выполняется также на базе MNIST. 
Для оценки эффективности полученной сети об-
учение той же НС выполняется и классическим 
способом со случайной инициализацией всех ве-
сов НС. Результаты сравниваются.

Напомним, что база MNIST состоит из обуча-
ющей базы, в которую входят 60 000 изображе-
ний рукописных цифр, и контрольной (тестовой) 
базы, состоящей из 10 000 образцов изображений 
цифр. Каждой базе также прилагается своя ба-
за наименований цифр, порядок расположения 
которых такой же, как и порядок расположения 
изображений цифр в обучающей и контрольной 
базах. Изображения цифр в базах описаны в ви-
де матрицы цифр размерностью 2828. Каждая 

  Таблица 2. Значения выходов нейронов первого, второго и третьего слоя
  Table 2. The values of the outputs of the neurons of the first, second and third layer

Символ, i

Символ, j
Второй слой Третий слой

A1, 1 A2, 2 B1, 3 B2, 4 E, 5 M, 6 N, 7 Z, 8

f(Swi,j
(1)) Swk

(2) f(Swk
(2)) 3

îáð
( )Sw Yout

A1, 1 1 20 4 21 –16 24 8 1 0
0 00

0

A2, 2 –1 19 3 20 –17 23 7 2 0

B1, 3 –20 –19 –16 1 –36 4 –12 5 0
0 00

0

B2, 4 –4 –3 16 17 –20 20 4 3 0

E, 5 –21 –20 –1 –17 –37 3 –13 6 0 0 0

M, 6 16 17 36 20 37 40 24 0 0 0 0

N, 7 –24 –23 –4 –20 –3 –40 –16 7 1 1 1

Z, 8 –8 –7 12 –4 13 –24 16 4 0 0 0
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цифра матрицы определяет значение тонально-
сти одного пикселя изображения цифры в диапа-
зоне [0, 255].

В качестве эталонов было выбрано по три 
образца изображений цифр от каждого обра-
за. Итого использовалось 30 эталонов (рис. 14). 
Эталоны были выбраны интуитивно из первых 
250 изображений цифр контрольной базы MNIST. 
Над каждым выбранным эталоном приведено 
наименование изображения, например 2_35, в 
котором первая цифра 2 указывает образ, которо-
му принадлежит изображение цифры, число 35 
указывает порядковый номер данного изображе-
ния цифры в базе MNIST. Поскольку количество 
эталонов равно 30, то в соответствии с архитек-
турой НС, реализующих метрические методы 
распознавания, количество нейронов второго 
слоя будет равно также 30. Эталоны в рассматри-
ваемой задаче расположены в такой же последо-
вательности, как на рис. 14. Сначала столбец с 
изображениями цифры «0», потом цифры «1» и 
т. д. В соответствии с этим схема сети на рис. 2 

определяет и выходы второго слоя. Количество 
нейронов третьего слоя равно количеству рас-
познаваемых образов цифр: n(3) 10. Каждый i-й 
выход третьего слоя определяет принадлежность 
распознаваемого элемента к i-му образу цифры. 
Порядок образов цифр определен последователь-
но от 0 до 9. 

Количество нейронов первого слоя n(1) 
3029 870. В процессе распознавания или 
обучения для каждого входного распознаваемого 
изображения составляется бинарная матрица, ко-
торая, в отличие от первого примера на рис. 11, б, 
будет состоять из двух частей. В первой части би-
нарной матрицы единицы определяют светлые 
пиксели изображения, значения которых >150, и 
наоборот, нули определяют затемненные пиксе-
ли изображения, значения которых <150. Другая 
часть матрицы зеркально противоположна, опре-
деляет активными (1) темные пиксели изобра-
жений (<150) и неактивными (0) светлые пиксе-
ли изображений (>150). Соответственно, размер-
ность бинарной матрицы равна 2856. Каждая 
таблица весов синапсов нулевого слоя соразмерна 
с бинарной матрицей и состоит также из двух ча-
стей (рис. 15, а и б). 

Соответственно, таблица весов синапсов пер-
вого слоя определяется на основе выражения (19). 

Прежде чем начать обучение НС (см. рис. 2) 
алгоритмом back propagation, необходимо прове-
сти некоторые преобразования в сети. Поскольку 
значения весов синапсов первого слоя получают-
ся большими, в основном располагаются в диапа-
зоне [0, 100], что не рекомендуется для алгоритма 
back propagation, то каждое значение веса синап-
сов первого слоя делится на 100, что не меняет ре-
зультативность полученной сети. На рис. 16, а и б 
приведен пример таблицы весов синапсов перво-
го слоя, вычисленных для пары эталонов 2_172 
и 5_102. Таким образом, для каждого нейрона 
первого слоя вычисляется 870 таблиц весов си-
напсов. При этом нужно отметить, что в данном 
примере при обучении НС нейроны нулевого слоя 
не используются, рассматриваться будет только 
полученная трехслойная сеть (см. рис. 2). 

Нейронная сеть на рис. 2 является сетью пря-
мого распространения, но при этом второй и тре-
тий слои не являются полносвязными. В работе [5] 
были приведены обобщенный алгоритм создания 
полносвязной НС и вычисления значений весов 
синапсов второго и третьего слоя, при которых 
сохраняется первоначальная логика работы сети. 
Но в простейшем случае из схемы на рис. 2 полно-
связную НС можно получить добавлением всех не-
достающих связей второго и третьего слоя, значе-
ния весов синапсов которых будут приравнены к 
нулю. В этом случае логика работы сети на рис. 2 
также не изменится. На рис. 17, а и б приведены 
значения весов связей нейронов второго и третье-

  Рис. 13. Программный модуль для распознавания 
и обучения изображений базы MNIST, реализованный 
в среде Builder C

  Fig. 13. Software module for recognition and train-
ing of images of the MNIST base, implemented in the 
Builder C environment

  Рис. 14. Выбранные эталоны из контрольной базы 
MNIST

  Fig. 14. Selected samples from the MNIST control 
base



ИНФОРМАЦИОННО
УПРАВЛЯЮЩИЕ СИСТЕМЫ№ 3, 2020 31

ИНФОРМАЦИОННО-УПРАВЛЯЮЩИЕ СИСТЕМЫ

  Рис. 15. Таблица весов синапсов нулевого слоя НС для эталона 2_172: a — для части бинарной таблицы, в кото-
рой светлым пикселям (>150) изображения соответствует 1; б — для части бинарной таблицы, в которой затемнен-
ным пикселям (<150) соответствует 1

  Fig. 15. Table of weights of the neural network zero layer for sample 2_172: a — for the part of the binary table in 
which light pixels (>150) of the image correspond to 1; б — for the part of the binary table in which the darkened pixels 
(<150) correspond 1

a) б)

го слоя, расположенных горизонтально в строках. 
Например, на рис. 17, б количество последователь-
ных единиц в строке определяется количеством 
эталонов, принадлежащих одному образу цифры. 
В данном примере это значение одинаково для 
всех образов и равно трем (см. рис. 14). Над каж-
дой строкой также приведены пороговые значения 
нейронов, представленные в качестве веса синап-
са, противоположного по знаку пороговому значе-
нию нейронов: Wh2 –Hk

(2) –29. 
В качестве функции активации нейронов ис-

пользовалась сигмоидная функция активации

 
  1

1
.Swf Sw

e



  (25)

Поскольку для схемы сети на рис. 2 все весо-
вые значения синапсов нейронов второго и тре-
тьего слоя являются положительными, то и все 
выходы нейронов третьего слоя, вычисленные с 
сигмоидной функцией активации (25), больше 
0,5. Это можно наблюдать в табл. 3, где приведе-
ны выходы третьего слоя при распознавании изо-
бражения 2_174 (см. рис. 13). Из табл. 3 можно 
также видеть, что выход, соответствующий пра-
вильному образу цифры (3-й выход с номером 2), 
имеет наибольшее значение >0,51. Исходя из 
этого в качестве правила сравнения на выходе 

НС было использовано значение не 0,5, а 0,51. 
Другой используемый в данном примере способ 
определения активности выхода нейрона третье-
го слоя — по наибольшему значению выхода Yi 
НС. Например, как показано в табл. 3, наиболь-
шее значение принадлежит третьему выходу с 
номером 2, соответствующему образу цифры «2».

В итоге на весь процесс создания НС и вычис-
ления всех весов синапсов (в том числе и весов 
синапсов нулевого слоя) в программном модуле 
рис. 13 было зафиксировано общее потраченное 
время tсозд 0,5469 с. Это значительно меньше, 
чем приведенные предыдущие оценки, даже с уче-
том большей размерности таблицы весов синап-
сов (2864). Связано это, видимо, с самим фор-
матом представления изображений в базе MNIST, 
поскольку изображения базы MNIST представле-
ны уже в виде текста со значениями пикселей,
т. е. для изображений базы MNIST не требуется 
выполнять попиксельное сканирование ячеек 
изображений, как это делалось в предыдущем 
примере.

В табл. 4 приведены результаты распознава-
ния контрольной базы MNIST (10 000 изображе-
ний) на основе полученной НС с вычисленными 
весами синапсов с использованием как поро-
говой, так и сигмоидной функции активации. 
Также приведены количество и процент правиль-
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a)

a)

б)

б)

  Рис. 16. Таблица весов синапсов первого слоя для нейрона, выполняющего сравнение эталонов 2_172 и 5_102: 
a — для части бинарной матрицы, в которой светлым пикселям изображения (>150) соответствует 1; б — для части 
бинарной матрицы, в которой затемненным пикселям изображения (<150) соответствует 1

  Fig. 16. The table of weights of the first layer for a neuron comparing the samples 2_172 and 5_102: a — for the part 
of the binary matrix in which light pixels of the image (>150) correspond to 1; б — for the part of the binary matrix in 
which the darkened pixels of the image (<150) matches 1

  Рис. 17. Фрагмент весов синапсов для второго слоя (a) и все веса синапсов третьего слоя (б)
  Fig. 17. A fragment of weights for the second layer (a) and all weights of the third layer (б)
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но идентифицированных объектов контрольной 
базы MNIST отдельно для каждого образа цифры 
(sj, pj, где j — наименование образа), а также при-
водится общее количество изображений ij для 
каждого j-образа в контрольной базе MNIST. 

По данным табл. 4 можно видеть, что общее 
количество правильно идентифицированных изо-
бражений MNIST составило 62 % для НС с поро-
говой функцией активации и 48 % с сигмоидной 

функцией активации. Падение до 48 % объясня-
ется тем, что установленное правило проверки 
на выходе (>0,51) в некоторых случаях приводит 
к ошибкам активации одновременно нескольких 
выходов третьего слоя, а в некоторых случаях, 
наоборот, к тому, что на выходе НС нет активных 
выходов, в результате чего итоговое количество 
правильно узнанных изображений уменьшается 
на 14 %. В действительности потенциал вычис-

  Таблица 3. Выходы третьего слоя НС с пороговой и сигмоидной функцией активации при распознавании симво-
ла 2_174 (см. рис. 13) из контрольной базы MNIST

  Table 3. Outputs of the third layer of a neural network with a threshold and sigmoidal activation function upon 
recognition of the 2_174 symbol (see Fig. 13) from the MNIST control base

Функция активации

пороговая сигмоидная

Выход Sw3 Yout Выход Sw3 Yout

0 0 0 0 0,000270242677595017 0,500067560668988

1  0 0 1  3,43951083407716E-6 0,500000859877708

2  1 1 2  0,0526576299057448 0,513161366435398

3  0 0 3 0,0109778057331013 0,502744423871947

4  0 0 4  9,28464982946175E-6 0,500002321162457

5  0 0 5 0,000934588149375769 0,500233647020337

6  0 0 6  0,000250751415905857  0,500062687853648

7 0 0 7  1,20144980966343E-7  0,500000030036245

8 0 0 8 0,014626235919069 0,503656493794839

9 0 0 9 0,00149247436075622 0,50037311852093

  Таблица 4. Результаты распознавания контрольной базы MNIST (10 000 символов) без обучения
  Table 4. MNIST control base recognition results (10 000 characters) without learning

Функция активации

пороговая сигмоидная

s i p, % s i p, %

s0 834 i0 980 p0 85 s0 962 i0 980 p0 98

s1 968 i1 1135 p1 85 s1 872 i1 1135 p1 76

s2 530 i2 1032 p2 51 s2 530 i2 1032 p2 51

s3 454 i3 1010 p3 44 s3 420 i3 1010 p3 41

s4 410 i4 982 p4 41 s4 487 i4 982 p4 49

s5 411 i5 892 p5 46 s5 421 i5 892 p5 47

s6 586 i6 958 p6 61 s6 151 i6 958 p6 15

s7 556 i7 1028 p7 54 s7 499 i7 1028 p7 48

s8 773 i8 974 p8 79 s8 298 i8 974 p8 30

s9 750 i9 1009 p9 74 s9 227 i9 1009 p9 22

Итого: s 6272, i 10 000, p 62 % Итого: s 4867, i 10 000, p 48 %
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ленных значений весов синапсов сохраняется и с 
сигмоидной функцией активации, что подтверж-
дается также распознаванием контрольной базы 
MNIST НС с сигмоидной функцией активации и 
с проверкой на выходе НС по наибольшему значе-
нию выхода Yi. В этом случае результат НС с сиг-
моидной функцией активации идентичен резуль-
тату НС с пороговой функцией активации и равен 
также 62 %. 

Обучение НС выполнялось стохастическим 
алгоритмом обратного распространения (back 
propagation) с использованием обучающей вы-
борки MNIST, состоящей из 60 000 изображений. 
Поправки вносились после каждого представле-
ния нового объекта на входы сети и только в слу-
чае наличия ошибки распознавания на выходе НС. 
При обучении активность выхода оценивалась по 
правилу >0,51. Для каждого эксперимента обу-
чения НС использовались три эпохи, из которых 
первые две обучались со скоростью nk 0,1, а по-
следняя со скоростью nk 0,02. Ошибка обучения 
вычислялась для каждой эпохи по формуле

 

    îáð 3
0 0

1
2

( ) ,P N corr
err k ki kS y f Sn      (26)

где yk
(corr) — принятое правильное значение k-го 

выхода третьего слоя, для активного выхода 
yk

(corr) 0,7, для неактивного yk
(corr) 0,2; P — ко-

личество неправильно идентифицированных 
изображений обучающей базы MNIST, для кото-
рых в процессе эпохи делались правки весов си-
напсов алгоритмом обратного распространения 
ошибки.

В табл. 5 приведены результаты обучений по-
лученной НС как с предварительно вычисленны-
ми значениями весов синапсов НС, так и класси-
ческим образом — со случайной инициализаци-
ей весов синапсов. В табл. 5 можно видеть, что 
для случая обучения с предварительно вычис-
ленными весами результаты по всем параметрам 
и на всех трех эпохах лучше по сравнению с ре-
зультатами обучения НС со случайной инициа-
лизацией весов синапсов. При этом общее время, 
потраченное на обучение НС с предварительно 
вычисленными весами синапсов, на 2 ч 50 мин 
(499 – 329 170 мин) меньше.

В табл. 6 приведены результаты проверки по-
лученной НС после каждой эпохи обучения на 
контрольной базе MNIST (10 000 изображений). 
Проверка выполнялась как по правилу >0,51 

  Таблица 5. Сравнение результатов обучения НС по обучающей выборке MNIST (60 000 изображений) для каж-
дой эпохи обучения

  Table 5. Comparison of the results of training the neural network in the training set MNIST (60 000 images) for each 
epohe of training

№ 
эпохи

Скорость 
обучения 

в эпохе

Обучение НС с предварительно вычисленными 
весами

Обучение НС со случайной инициализацией 
весов в диапазоне [–0,5; 0,5]

Количество 
узнанных 

изображений 

% узнанных 
изображе-

ний
Serr

Время, 
мин

Количество 
узнанных 

изображений 

% узнанных 
изображе-

ний
Serr

Время, 
мин

1 0,1 43 932 73 1199 159 35 370 59 1935 256

2 0,1 49 748 83 737 98 46 033 76 1051 139

3 0,02 52 285 87 545 72 49 195 82 784 104

Общее время обучения 329 Общее время обучения 499

  Таблица 6. Сравнение результатов обучения НС с проверкой на контрольной выборке MNIST (10 000 изображе-
ний) для каждой эпохи обучения

  Table 6. Comparison of the results of training a neural network with testing on a control sample MNIST (10 000 images) 
for each era of training

№ эпохи
Скорость 
обучения 

в эпохе

Обучение НС с предварительно вычисленными 
весами

Обучение НС со случайной инициализацией 
весов

Количество узнанных 
изображений 

по правилу >0,51

Количество узнанных 
изображений 

по наибольшему 
значению

Количество узнанных 
изображений 

по правилу >0,51

Количество узнанных 
изображений 

по наибольшему 
значению

1 0,1 8140 9145 7506 8894

2 0,1 8557 9282 8022 9116

3 0,02 8764 9449 8194 9256
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на выходе третьего слоя, так и по наибольшему 
значению выхода третьего слоя. В табл. 6 так-
же можно видеть, что на всех эпохах количе-
ство узнанных изображений контрольной базы 
MNIST больше для случая обучения НС с пред-
варительно вычисленными весами. Наибольшее 
количество узнанных изображений было достиг-
нуто после третьей эпохи обучения НС с пред-
варительно вычисленными весами синапсов и 
с проверкой по наибольшему значению выходов 
третьего слоя, что составило 9449 изображений, 
94 %. Результаты табл. 5 и 6 можно объяснить 
тем, что алгоритм обучения отталкивается от тех 
начальных результатов, которые НС уже имеет. 
То есть можно сказать, что чем больше начальная 
результативность НС, тем больше у алгоритма об-
учения возможности и времени для того, чтобы 
добраться до более лучших результатов обучений 
за одну эпоху. По этой же причине с лучшими 
начальными результатами (с вычисленными ве-
сами синапсов) алгоритму обучения требуется 
меньше времени на обучение сети. При этом мож-
но также сказать, что с бо �льшим количеством 
выбранных эталонов (больше чем три на один 
образ) начальная результативность сети была бы 
также больше (>62 %), соответственно, и резуль-
таты, приведенные в табл. 5 и 6, могли быть еще 
более выраженными.

Выводы

Таким образом, процесс вычисления таблиц 
весов синапсов НС на основе метрических мето-
дов распознавания при помощи существующих 
вычислительных средств позволяет существен-
но ускорить процедуры создания и обучения НС. 
В зависимости от параметров эталонных изо-
бражений: размеров изображений, количества 

пикселей, — а также в зависимости от размерно-
сти таблицы весов и общего количества эталонов 
время вычисления весов исчисляется считан-
ными долями секунд и минут. Это означает, что 
процедура вычисления значений весов синапсов 
НС позволяет выполнить существенный скачок 
по времени в процессе создания и обучения НС. 
Наименьшее время вычисления значений весов 
будет свойственно для архитектуры НС с нулевым 
слоем (см. рис. 3), поскольку для этой архитекту-
ры количество таблиц весов будет минимально и 
равно количеству используемых эталонов. 

Нужно также отметить, что в качестве объек-
тов распознавания могут использоваться не толь-
ко однотонные черно-белые изображения, но и 
более сложные объекты, например, полутонные 
черно-белые и цветные изображения. В этих слу-
чаях используемые метрические меры близости 
могут быть более сложными. Для данного слу-
чая, как один из вариантов, таблицы весов для 
полутонных черно-белых изображений будут 
трехмерными, а для цветных изображений, по-
мимо трехмерности таблиц, один образец-эталон 
цветного изображения может быть представлен 
несколькими черно-белыми эталонами в соответ-
ствии с количеством цветовой гаммы цветного 
изображения (RGB, CMYK и т. д.). В качестве вы-
ражения меры близости может быть, например, 
использовано выражение среднеквадратичной 
разности в трехмерном пространстве. При этом в 
рассмотренном выше алгоритме ячейки трехмер-
ной таблицы весов будут перебираться не только 
по оси X, Y, но еще и по оси Z. Соответственно, 
для более сложных задач потребуется и больше 
эталонов и бо �льшая размерность таблиц весов си-
напсов. С увеличением этих параметров резуль-
тативность НС будет также увеличиваться, но 
при этом будут увеличиваться и количество ней-
ронов, и количество связей НС. 
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Algorithm for calculating synapse weights of the first layer of a neural network on the base of metric recognition 
methods. Part 2
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Introduction: Metric recognition methods make it possible to preliminarily and strictly determine the structures of feed-forward 
neural networks, namely, the number of neurons, layers, and connections based on the initial parameters of the recognition problem. 
They also make it possible to analytically calculate the synapse weights of network neurons based on metric expressions. The setup 
procedure for these networks includes a sequential analytical calculation of the values of each synapse weight in the weight table for 
neurons of the zero or first layer, which allows us to obtain a working feed-forward neural network at the initial stage without the use 
of training algorithms. Then feed-forward neural networks can be trained by well-known learning algorithms, which generally speeds 
up the process of their creation and training. Purpose: To determine how much time the process of calculating the values of weights 
requires and, accordingly, how reasonable it is to preliminarily calculate the weights of a feed-forward neural network. Results: An 
algorithm is proposed and implemented for the automated calculation of all values of synapse weight tables for the zero and first layers 
as applied to the task of recognizing black-and-white monochrome symbol images. The proposed algorithm is described in the Builder 
C++ software environment. The possibility of optimizing the process of calculating the weights of synapses in order to accelerate the 
entire algorithm is considered. The time spent on calculating these weights for different configurations of neural networks based 
on metric recognition methods is estimated. Examples of creating and calculating synapse weight tables according to the considered 
algorithm are given. According to them, the analytical calculation of the weights of a neural network takes just seconds or minutes, 
being in no way comparable to the time necessary for training a neural network. Practical relevance: Analytical calculation of the 
weights of a neural network can significantly accelerate the process of creating and training a feed-forward neural network. Based on 
the proposed algorithm, we can implement one for calculating three-dimensional weight tables for more complex images, either black-
and-white or color grayscale ones.

Keywords — neural networks, weight and threshold values, neurocomputer, learning algorithms, programming of neural networks.
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