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Введение: быстро растущие объемы информации бросают новые вызовы современным технологиям анализа данных. 
Одной из самых распространенных сопутствующих операций вǡаналитике является объединение наборов данных. Объедине-
ниеǡ— крайне ресурсоемкая операция, которая тяжело поддается масштабируемости иǡповышению эффективности исполь-
зования ресурсов вǡраспределенных базах данных или системах, основанных на парадигме MapReduce. Цель: разработать 
метод, позволяющий ускорить объединение наборов данных вǡраспределенных системах. Результаты: рассмотрены архи-
тектура Apache Spark, особенности распределенных вычислений на основе MapReduce, проанализированы типовые методы 
объединения наборов данных, рассмотрены основные способы ускорения операции объединения данных. Предложен метод, 
позволяющий ускорить частный случай объединения, реализованный вǡApache Spark сǡиспользованием приемов партици-
онирования иǡчастичной передачи наборов на вычислительные узлы кластера, таким образом, чтобы задействовать одно-
временно преимущества merge иǡbroadcast объединений. Представленные экспериментальные данные демонстрируют, что 
метод тем значительнее ускоряет операцию объединения данных относительно стандартных методов, чем больше объем 
входных данных. Так, для 2 ТБ сжатых данных было получено ускорение до ~37ǡ% вǡсравнении со стандартным механизмом 
Spark SQL. 
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Введение 

В течение многих лет подходы к оптимизации 
запросов заимствовались из традиционных баз 
данных и адаптировались к среде распределен-
ных баз данных. Таким образом, знания, полу-
ченные при работе с централизованными реля-
ционными системами управления базами дан-
ных, были использованы для оптимизации вы-
числений в распределенных системах. Однако 
распределенные вычисления обладают уникаль-
ными характеристиками, которые часто создают 
как новые проблемы, так и новые возможности 
оптимизации. 

 Одной из важных задач при анализе данных 
является задача их объединения. В настоящее 
время она широко изучается, предлагаются но-
вые методы ее решения [1–3], особенно для рабо-
ты с большими наборами данных в распределен-
ной среде, однако  имеющиеся в настоящее вре-
мя методы недостаточно эффективны: требуют 
больших перемещений данных между вычисли-
тельными нодами кластера, используют много 
оперативной памяти.

Первая проблема, с которой приходится 
сталкиваться при выполнении запроса на объ-
единение данных в распределенных базах дан-
ных, —  это сортировка и перемещение данных 
внутри кластера, которое увеличивает нагрузку 
на сеть, что, несмотря на технический прогресс, 
остается одним из узких мест в кластерных си-
стемах. Вторая проблема заключается в том, что 
невозможно поместить весь набор данных в опе-
ративную память, и данные многократно переза-
писываются на жесткие диски, что также сильно 
замедляет их обработку. Третья проблема вызва-
на особенностями данных, а именно тем, что не-
которые значения в данных встречаются гораздо 
чаще, чем другие. В этом случае простая страте-
гия объединения является причиной неравно-
мерного разделения данных на партиции на 
вычислительных узлах. Затраты на обработку 
таких данных приводят в лучшем случае к зна-
чительному увеличению общего времени реше-
ния задачи объединения, а в худшем — к полной 
невозможности ее решить. 
В настоящей работе рассматриваются особенно-

сти вычислений в распределенной среде, обсужда-
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ется архитектура Apache Spark, для которой пред-
ложена стратегия ускорения решения задачи объ-
единения данных. В качестве основного критерия 
сравнения архитектур Apache Spark и MapReduce 
использовано время решения задачи объединения 
данных. При этом надежность вычислений и удоб-
ство разработки считаются равными. Показаны 
возможные проблемы и узкие места типовых 
стратегий объединения данных и особенности их 
применения. Представлен разработанный метод 
решения задачи объединения распределенных на-
боров данных по заданному критерию и его экспе-
риментальные исследования.

Анализ технологии MapReduce 

В настоящее время крупные аналитические 
платформы ежедневно обрабатывают десятки 
терабайт данных. Это привело к появлению но-
вых файловых систем и систем управления база-
ми данных [4]. Одной из таких является файло-
вая система Google (GFS) [5] или распределенная 
файловая система Hadoop (HDFS). Долгое время 
самым быстрым и надежным решением для соз-
дания приложений в этой файловой системе был 
Google MapReduce, который является основным 
компонентом Hadoop и обеспечивает обработку 
данных [6]. Hadoop работает со структурирован-
ными, слабоструктурированными и неструкту-
рированными данными. 

MapReduce — инструмент распределенных 
вычислений, способный работать на тысячах 
узлов кластера [7], является моделью програм-
мирования для разработки масштабируемых па-
раллельных приложений с большими данными 
в вычислительных кластерах [8]. 
Концепция MapReduce заключается в том, что 

процесс обработки данных, хранящихся в одном 
или нескольких файлах, делится на два этапа: 
отображение и сокращение (рис. 1). Результатом 
обработки являются пары ключ-значение. 
Каждый этап имеет ключ-значение в качестве 
входа и выхода. Ключи и значения не являются 
внутренними свойствами данных, но они вы-

бираются пользователем, который анализирует 
данные. Генерация пары ключ-значение Hadoop 
зависит от набора входных данных и требуемого 
выхода. Основная задача первого этапа (map) — 
отфильтровать данные и предоставить возмож-
ность группировать данные по ключу, т. е. (k1, 
v1)  List (k2, v2). Второй этап (reduce) исполь-
зует функцию для объединения значений, свя-
занных одним ключом, и получения результата 
для этого ключа, т. е. (k2, List (v2))  List (k3, 
v3). Ключ — это поле или объект, по которому 
будет выполняться группировка и агрегация на 
этапе reduce. Значение — это поле или объект, 
к которому будет применяться функция агреги-
рования.
Данные на выходе из этапа map разделяются 

и сортируются таким образом, чтобы их можно 
было распределить в соответствии с критерием 
группировки на следующей стадии по датано-
дам, которые будут участвовать в вычислении 
агрегатной функции на этапе reduce. 
Что касается решения задачи объединения 

данных [9], технология MapReduce гарантирует 
высокую надежность вычислений. Чрезмерно 
медленное решение задачи из-за неравномер-
ности ключей в партиционированных наборах 
данных и многократного повторения операций 
чтения и записи является недостатком данной 
технологии [10, 11].

Анализ архитектуры Spark

Apache Spark — это технология кластерных 
вычислений, получившая развитие на основе 
технологии MapReduce. В отличие от заложенной 
в модель MapReduce концепции на основе этапов 
map и reduce, которая использует дисковое храни-
лище, в Spark применяется подход поэтапной об-
работки в оперативной памяти. Это позволяет су-
щественно увеличить скорость обработки в Spark 
по сравнению с MapReduce [12]. Использование 
оперативной памяти в процессе вычислений 
предоставляет возможность многократного до-
ступа к данным, что необходимо для быстрой 

 Рис. 1. Диаграмма MapReduce 
 Fig. 1. MapReduce diagram 
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работы алгоритмов машинного обучения, где 
широко применяются итерационные алгоритмы. 
Кеширование промежуточных результатов в па-
мяти ускоряет работу таких алгоритмов.
В основе архитектуры Apache Spark лежат две 

основные абстракции: 
1) направленный ациклический граф (Directed 

Acyclic Graphs, DAG); 
2) устойчивые распределенные наборы дан-

ных (Resilient Distributed Datasets, RDD).
Directed Acyclic Graphs — это последователь-

ность вычислений, выполняемых с данными, 
где каждая вершина является разделом RDD, а 
ребра — это функция преобразования данных. 
Здесь под разделами понимаются части данных, 
лежащих на разных датанодах. В отличие от 
партиции, данные в разделе RDD не объединя-
ются некоторым общим критерием.

Resilient Distributed Datasets — это интерфейс 
для работы с коллекцией неизменяемых объек-
тов Java или Scala, которые являются ссылками 
на разделы набора данных, распределенные по 
нескольким узлам кластера. В процессе рабо-
ты разделы могут быть загружены в память на 
датанодах кластера, а коллекции являются по-
стоянными для того, чтобы их можно было вос-
становить в случае потери части набора данных. 
Абстракция DAG помогает устранить много-
этапную модель выполнения Hadoop MapReduce 
и обеспечивает повышение производительности 
по сравнению с Hadoop. Весь процесс работы 
с данными в Spark заключается в применении 
к данным двух типов операций: преобразования 
и действия.

Apache Spark использует архитектуру глав-
ный/подчиненный с двумя основными програм-
мами-демонами (Master Daemon, Slave Daemon) 
и менеджером кластера (Cluster Manager). В кла-
стере Spark всегда есть один главный (драйвер) 
и любое количество подчиненных (исполните-
лей) (рис. 2). Драйвер и исполнители запускают 
свои отдельные процессы Java, и пользователи 

могут запускать их в одном кластере Spark или 
на разных машинах. 
Программа-драйвер, исполняемая на главном 

узле кластера Spark, планирует задание и коор-
динирует его с диспетчером кластера. Драйвер 
преобразует RDD в DAG, разбивает задачу на не-
сколько этапов и сохраняет метаданные обо всех 
RDD и их разделах. 
Исполнитель отвечает за выполнение задач 

и обрабатывает данные. Исполнитель взаимо-
действует с системами хранения: читает и запи-
сывает данные во внешние источники, сохраня-
ет результаты вычислений в памяти, кеше или 
на жестких дисках. 
При запуске приложения Spark драйвер пре-

образует пользовательский код в логический 
DAG. На этом этапе драйвер пытается опти-
мизировать DAG, на основе которого строит-
ся физический план выполнения программы. 
Программа разбивается на небольшие задачи 
и отправляется на выполнение в кластер. После 
этого драйверу необходимо согласовать исполь-
зование ресурсов с менеджером кластера, кото-
рый запускает процессы исполнителя на узлах 
кластера.

Распространенные методы выполнения 
операции объединения в Apache Spark

Обычно на операции объединения требуется 
много ресурсов кластера как сетевых, поскольку 
они вызывают перераспределение данных вну-
три кластера, так и вычислительных, чтобы про-
вести сортировку записей и их локальное объеди-
нение, т. е. выполнить в памяти много операций 
сравнения [14]. Если RDD не имеют схемы пар-
тиционирования или они различны для каждо-
го набора данных, их необходимо будет создать, 
что приведет к перемещению данных таким об-
разом, чтобы оба RDD имели одинаковые схемы 
и данные с одинаковыми ключами находились 
в одних и тех же партициях (рис. 3). 
Как и в случае с большинством операций, 

ключ-значение, время, затраченное на выполне-
ние операции, нагрузка на сеть между нодами 
кластера и количество ресурсов памяти увели-
чиваются с количеством ключей и расстоянием 
передачи данных, т. е. физической протяженно-
стью маршрута, в том числе количеством марш-
рутизирующего и регенерирующего оборудова-
ния на участке сети, который записи должны 
преодолеть внутри кластера, чтобы добраться до 
нужной партиции.

Apache Spark использует в своих вычислени-
ях две стратегии [14]: узел-узел и один узел. 
Стратегия объединения узел-узел предпола-

гает, что данные во время операции объедине-
  Рис. 2. Архитектура Apache Spark [13]
  Fig. 2. Apache Spark architecture [13]
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ния будут перемещаться между узлами кластера 
так, чтобы все ключи оказались на одном узле, 
в то время как стратегия одного узла выполня-
ет широковещательный тип объединения, когда 
данные одного набора данных отправляются на 
каждый узел, т. е. информация дублируется на 
каждой датаноде в кластере, который уже может 
сравнивать ключи локально. Эти подходы будут 
рассмотрены более подробно ниже.

Способы ускорения операции 
объединения в Apache Spark

В первую очередь необходимо убедиться, что 
все основные рекомендации по выполнению опе-
рации объединения уже выполнены. Перед объ-
единением следует подготовить данные:

— если оба RDD имеют одинаковые ключи 
партиционирования, то для того, чтобы ускорить 
операцию, желательно сначала выполнить от-
дельную операцию агрегирования (combByKey, 
cogroup);

— если один RDD имеет некое легко иденти-
фицируемое подмножество ключей, которые вы 
в конечном итоге не будете использовать, то луч-
ше их отфильтровать перед объединением;

— предварительно репартиционировать дан-
ные, если это возможно.
Выделяются три основные стратегии объеди-

нения: Sort-Merge, Broadcast и Shuffle Hash.
Объединение Sort-Merge (рис. 4) состоит из 

двух этапов и является предпочтительным, по-
скольку может записывать данные на диски, 
не используя хранение в оперативной памя-
ти. На первом этапе сортируются наборы дан-
ных, что само по себе занимает много времени. 
Ускорение данного этапа исследовалось в рабо-
тах [15–17]. На втором этапе отсортированные 
данные объединяются в партиции и поэле-
ментно сравниваются по ключу. В Spark выше 
версии 2.3 Sort-Merge используется в качестве 
алгоритма по умолчанию. Однако его исполь-
зование по умолчанию можно отключить с по-
мощью параметра конфигурации spark.sql.join.
preferSortMergeJoin. 
Объединение Broadcast (рис. 5) обеспечивает 

максимальную производительность среди стан-
дартных методов и решает проблемы неравно-
мерного сегментирования и ограниченного па-
раллелизма, однако он актуален только для не-
больших наборов данных. Чтобы применить этот 
подход, размер таблицы должен быть меньше зна-
чения, настроенного с помощью конфигурации 
контекста spark.sql.autoBroadcastJoinThreshold 
(по умолчанию 10 МБ).

  Рис. 3. Схема идеального партиционирования, при 
которой данные равномерно разделены на партиции 
и каждая партиция (P) целиком находится на одном ис-
полнителе (Executor)

  Fig. 3. The scheme of ideal partitioning, in which the 
data is evenly divided into partitions and each partition 
(P) is entirely located on one executor 

  Рис. 4. Объединение Sort-Merge 
  Fig. 4. Sort-Merge join diagram
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Объединение Shuffle Hash (рис. 6) работает на 
основе концепции MapReduce. На этапе map на 
основе данных вычисляются ключи, по которым 
будет выполняться объединение. Эти значения 
используются как ключи партиции, а данные пе-
ремещаются внутри кластера так, чтобы записи, 
относящиеся к одному ключу объединения, были 
расположены на одной датаноде. Spark выбирает 
Shuffle Hash объединение, когда невозможно при-
менить Sort-Merge, что проверяется функцией:

def canBuildLocalHashMap (plan: LogicalPlan): Boolean = { 
 plan.statistics.sizeInBytes < conf.autoBroadcastJoinThreshold 
* conf.numShufflePartitions
}

Создание хеш-таблиц — сложная операция, 
и ее можно выполнить, только если средний раз-

мер одной партиции достаточно мал, настолько, 
чтобы поместиться в оперативную память вы-
числительной машины, на которой производит-
ся расчет.
На практике в обычном режиме использова-

ния кластера производительность также зависит 
от конфигурации Spark, посторонней нагрузки 
на кластер в момент расчета и синергии между 
конфигурацией и кодом.

Метод ускорения операции объединения

Предлагаемый в работе метод сочетает в себе 
преимущества вышеперечисленных подходов. 
В то же время он не требует, чтобы наборы дан-
ных полностью помещались в ОЗУ и проводи-

  Рис. 5. Объединение Broadcast
  Fig. 5. Broadcast join diagram

  Рис. 6. Объединение Shuffle Hash 
  Fig. 6. Shuffle Hash diagram
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лась их сортировка, что обеспечивает простоту 
и более высокую скорость выполнения операции 
объединения. Допустим, у нас есть два несор-
тированных набора данных — RDD1 и RDD2. 
Необходимо позаботиться о том, чтобы набор 
RDD1 хранился на диске таким образом, чтобы 
данные каждой партиции записывались в от-
дельный файл. Это можно сделать, описав свой 
собственный класс customPartitioner, который 
задает некоторую логику партиционирования, 
например, вычисляя хеш-функцию по критерию 
объединения. Однако при слишком большом ко-
личестве партиций планирование задач займет 
больше времени, чем фактический расчет, а при 
слишком маленьком будет низкая параллель-
ность расчета. Важно равномерно распределить 
набор данных по партициям и предотвратить 
неравномерное их разделение, когда большой 
объем данных концентрируется на одной или не-
скольких машинах в кластере [18]. Допустимый 
для работы метода процент неравномерности 
данных ограничивается физическими ресурса-
ми кластера. Данных в любой партиции всегда 
должно быть меньше, чем имеется оперативной 
памяти на узлах кластера. Неравномерное попа-
дание записей в одну партицию может привести 
к ошибкам OOM (Out of Memory) на исполни-
телях. Также если данные сильно неравномер-
ны по ключу [19], то один исполнитель может 
работать дольше, чем остальные, и задержать 
общее выполнение задачи. Таким образом, не-
равномерность распределения данных приводит 
к пропорциональному увеличению времени рас-
чета. В данном случае проблема неравномерно-
сти решалась путем прогнозирования и распре-
деления проблемных ключей на основе инфор-
мации, предварительно полученной из данных, 
и наложения на них дополнительной функции 
партиционирования. Причина неравномерно-
сти данных всегда обусловлена семантикой, ис-
точником данных и критерием объединения. 
Поэтому в процессе решения задачи объедине-
ния стоит исследовать, насколько равномерно 
данные группируются по критерию будущего 
объединения. Пример того, как в Spark можно 
записать партиции в один файл:

RDD.map{ line => someFunc 
}.partitionBy(customPartitioner).saveAsTextFile(filePath)

Чтобы исполнители самостоятельно скачива-
ли файл из HDFS, необходимо передать конфи-
гурацию Hadoop на каждый узел, участвующий 
в расчетах:

val confBroadcast = sc.broadcast(new SerializableWritable(sc.
hadoopConfiguration))
def readFromHDFS(configuration: Configuration, path: String): 
String = {
 val fs: FileSystem = FileSystem.get(configuration)

 val inputStream = fs.open(new Path(path));
 val writer = new StringWriter();
 IOUtils.copy(inputStream, writer, “UTF-8”);
 writer.toString
}

Ключевым преимуществом этого подхода яв-
ляется отсутствие этапа shuffle, задача которо-
го — промежуточное перемещение данных вну-
три кластера с целью сконцентрировать данные 
на основе ключа партиции на одном узле, т. е. 
физическое перемещение данных между нодами 
кластера во время разделения данных на пар-
тиции. Операция saveAsTextFile при RDD1 
производится без этапа shuffle, а партициони-
рование RDD2 существует только на логическом 
уровне программы. 
Таким образом:
— RDD1 делится на партиции путем записи 

данных каждой партиции в отдельный файл;
— RDD2 никак не перемещается внутри кла-

стера, так как объекты этого RDD ссылаются на 
партиции локально на каждой датаноде. Строки, 
принадлежащие одной партиции данного дата-
сета, не концентрируются на одном узле, а оста-
ются распределенными по разным узлам.
Поскольку известно, в каком файле находят-

ся строки определенной партиции RDD1, то мы 
можем прочитать этот файл напрямую на том 
узле, где находится соответствующая партиция 
RDD2. Преимущество метода в скорости полу-
чается за счет того, что, в отличие от стандарт-
ных стратегий объединения, в нашем случае ис-
ключается промежуточный этап перемещения 
данных между узлами, а между нодами кластера 
перемещается только часть данных на объедине-
ние — RDD1, в то время как RDD2 физически не 
перемещается.
Для работы с партициями используются функ-

ции mapPartitions() или mapPartitionsWithIndex(), 
которые преобразуют каждую партицию исход-
ного набора данных в несколько элементов ре-
зультата (в некоторых случаях ни в один). Одним 
из важных вариантов использования этих функ-
ций может быть некоторая тяжелая инициализа-
ция, которая делается один раз для нескольких 
элементов и повторно используется для каждого 
потока/партиции, в отличие от функции map(), 
применяемой к каждому элементу в наборе дан-
ных. 
Затем в процессе обработки RDD2 можно про-

извести переразбиение по тому же алгоритму, 
что и в RDD1 (с помощью customPartitioner), а 
затем внутри функции mapPartitionsWithIndex() 
обратиться по индексу к конкретному файлу 
первого набора и загрузить его в память напря-
мую с использованием структуры данных «сло-
варь». Словари реализованы в виде хеш-таблиц, 
где операции поиска выполняются за постоянное 
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время, так как элемент запрашивается напря-
мую, без проведения сравнений, т. е. сложность 
алгоритма поиска соответствует O(1):

val data = RDD2.partitionBy(customPartitioner) val res = data.
mapPartitionsWithIndex((index, partition) = {
val conf = confBroadcast.value.value
val partitionRDD1 = readFromHDFS(conf, path + index)
val partitionData = partitionRDD1.map {
case Array(k, v) => k -> v.toLong;
case _ => “” -> “”}
}.toMap
val newPartition = partition.map(
record => {(record , partitionData(record._1))})
new Partition
})
Важно помнить, что процедура переразбие-

ния выполнятся вне контекста Spark. Spark не 
сможет отслеживать и предоставлять статистику 
загрузки данных, поэтому разработчик должен 
самостоятельно контролировать использование 
оперативной памяти и памяти сборщика мусора 
на исполнителях. Без хорошего понимания объ-
ема данных и доступных вычислительных ре-
сурсов этот подход будет невозможно применить. 
Основная особенность этого подхода заклю-

чается в том, что каждый исполнитель сможет 
самостоятельно загружать данные в ОЗУ дата-
ноды, на которой он находится, с любой другой 
машины в кластере, без участия машины-драй-
вера, что является своего рода «узким местом». 
С другой стороны, будет загружен блок данных, 
который действительно нужен в данный момент 
конкретному исполнителю для тех партиций, на 
которых он выполняет вычисления, что позволя-
ет своевременно загружать в память часть набо-
ра данных, а не целиком весь набор. В некотором 
смысле это имитация поведения «объединение 
слиянием», но в нашем случае нет необходимо-
сти сортировать строки, что также дает серьез-
ный выигрыш в скорости выполнения.

Алгоритм предлагаемого метода 
и результаты экспериментов

Алгоритмически предложенный метод реали-
зуется в два этапа. На первом этапе (рис. 7) ре-
организуется хранение первого набора данных 
(RDD1) параллельным чтением строк из одних 
файлов и записью в другие. Синхронизация до-
ступа к файлам обеспечивается файловой си-
стемой HDFS. Оригинальные данные не изме-
няются, только сортируются. Попадание опре-
деленной записи в файл выбирается на основе 
критерия объединения. Данная операция вы-
полняется без промежуточного этапа перемеще-
ния данных между стадиями map и reduce. 
На втором этапе (рис. 8) выполняется репар-

тиционирование на логическом уровне также 

на основе заданного критерия объединения без 
физического перемещения данных по кластеру. 
Далее для каждой партиции данных параллель-
но выполняются чтение и загрузка в память фай-
лов первого набора RDD1, где уже локально про-
изводится операция сравнения ключей строк, 
последующее соединение и запись результата.
Разработка во фреймворке Spark доступна на 

языках Python и R, имеющих большую популяр-
ность среди аналитиков. На языках Java и Scala 
написано ядро фреймворка Spark, поэтому они 
являются «родными» для него. В отличие от дру-
гих, язык программирования Scala для Spark 
предоставляет доступ к новейшим и наиболее 
важным функциям. Поэтому для реализации 
предложенного алгоритма выбран язык Scala.
Экспериментальные исследования разрабо-

танного метода и его алгоритмической реализа-
ции проводились с целью определить время реше-
ния задачи объединения неструктурированных 
текстовых данных объемом от 100 ГБ до 7 ТБ. 
В эксперименте были задействованы тексто-

вые данные, сжатые с помощью алгоритма GZIP, 
128 программ-исполнителей с шестью ядрами 
и 16 ГБ памяти и программа драйвера с 8 ГБ 
памяти. Исходные данные делились равномер-
но по ключу партиционирования на 3500 пар-
тиций. Время объединения данных измерялось 
стандартной программой spark.time(). Каждое 
измерение проводилось пять раз, а время выпол-
нения усреднялось.

  Рис. 7. Алгоритм первого этапа
  Fig. 7. Algorithm of the first stage
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  Рис. 8. Алгоритм второго этапа
  Fig. 8. Algorithm of the second stage

Результаты исследования предложенного в ра-
боте метода объединения в сравнении со стан-
дартным Sort-Merge объединением, используемым 
в Spark SQL [20], представлены на рис. 9.
По результатам проведенных исследований 

можно сделать вывод, что предложенный метод 
и его алгоритмическая реализация позволяют ре-
шать задачу объединения неструктурированных 
текстовых данных объемом 2 ТБ на 37 % быстрее, 
а для данных объемом 7 ТБ примерно на 47 %.

Заключение

Разработка быстрых и надежных методов 
обработки больших данных в распределенных 
системах является актуальной задачей, а имею-
щиеся методы недостаточно эффективны. Среди 
них технология Spark является наиболее эффек-
тивной с точки зрения скорости вычислений.
Одним из узких мест в кластерных системах яв-

ляются задачи сортировки и перемещения данных 
внутри кластера, увеличивающие нагрузку на сеть. 
Другой важной задачей при анализе дан-

ных является их объединение, методы которого, 
включая технологию Spark, на сегодняшний мо-
мент по критерию времени выполнения недоста-
точно эффективны.
Предлагаемый метод и его алгоритмическая 

разработка в сравнении с технологией Spark эф-
фективнее при решении задачи объединения 
данных на 37–47 %.
Дальнейшее развитие предложенного мето-

да предполагает его модификацию для объеди-
нений разных типов данных, построение опти-
мальных алгоритмов распределения наборов 
данных по партициям с целью минимизировать 
их неравномерное разделение.

  Рис. 9. Время выполнения расчета предложенным и стандартным методами 
  Fig. 9. Time to complete the calculation by the proposed and standard methods
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the method speeds up the operation of joining data in comparison with standard methods. Thus, for 2 TB compressed data, acceleration up 
to ~37% was obtained in comparison with standard Spark SQL. 
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