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Введение: при перемещении грузов вǡконвейерной системе необходимо минимизировать не только время транспортировки, 
но иǡэнергию, затрачиваемую на это перемещение. Энергия перемещения является не декомпозируемой по ребрам функцией, 
что не позволяет применить кǡозначенной задаче классические алгоритмы маршрутизации. Цель: разработать алгоритм марш-
рутизации, адаптивный кǡизменениям вǡтопологии графа маршрутизации иǡспособный оптимизировать время доставки иǡза-
трачиваемую электроэнергию. Результаты: предложен алгоритм на основе мультиагентного глубокого обучения сǡподкрепле-
нием, помещающий агентов вǡвершины графа конвейерной сети, использующий новую функцию ценности состояний. Алгоритм 
имеет два настраиваемых параметра: длину пути, по которой считается функция ценности состояния, иǡкоэффициент обучения. 
Благодаря подбору параметров выявлено, что оптимальными значениями являются 2 иǡ1 соответственно. На основе экспери-
ментального исследования алгоритма сǡиспользованием симуляционной модели установлено, что его применение позволяет 
свести кǡнулю число столкновений перемещаемых объектов, обеспечивая достижение устойчивых результатов работы по обо-
им оптимизируемым функционалам, а также приводит кǡменьшему потреблению электроэнергии вǡсравнении сǡреферентным 
алгоритмом. Практическая значимость: предложенный алгоритм может быть использован для уменьшения времени иǡэнергии 
доставки при управлении конвейерными системами.
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Введение

Одним из пластов развития современной 
постиндустриальной цивилизации является 
удешевление доставки грузов за счет построения 
сложных логистических цепочек между центра-
ми производства и до конечного потребителя. 
Минимизация затрат на логистику и управление 
логистикой позволяет формировать новые бизне-
сы в парадигме логистика-как-сервис, к которым 
относятся компании по доставке еды и продук-
тов и компании, связывающие таксистов и по-
требителей [1].
Одновременно с этим растет и число матема-

тических постановок такого рода задач, пытаю-
щихся вобрать в себя все больше факторов, что-
бы обеспечить применимость найденного ана-
литическим или вычислительным способом ре-
шения к исходной проблеме реального мира. Это 
порождает богатое и неоднородное семейство ма-

тематических постановок задач маршрутизации, 
тяготеющее к росту числа учитываемых ограни-
чений [2]. 
Одно из принципиальных и наиболее уни-

версальных таких ограничений — требование 
адаптируемости решения к изменению исход-
ных условий задачи, например топологии графа 
[2–4]. Это требование продиктовано регулярны-
ми непредсказуемыми воздействиями внешней 
для проблемы среды. Например, на дорогах 
возникают пробки, каналы связи обрываются, 
пути подвоза подвергаются естественным раз-
рушениям. 
Настоящая работа посвящена задаче маршру-

тизации штучных грузов в конвейерных систе-
мах. Она возникает в промышленном производ-
стве [6, 7], в аэропортах в системах распределения 
багажа [8], в теплицах [9]. Такие конвейерные 
системы характеризуются высокой значимостью 
оптимизации потребляемой электроэнергии [5].
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Целью данной статьи является разработка 
алгоритма маршрутизации, адаптивного к изме-
нениям в топологии графа и способного оптими-
зировать время доставки и затрачиваемую элект-
роэнергию. В качестве основы для разработки 
алгоритма был выбран подход, использующий 
мультиагентное глубокое обучение с подкреп-
лением, поскольку мультиагентные подходы 
известны хорошей адаптивностью под условия 
среды [10], а глубокое обучение с подкреплением 
позволяет обучать сложные модели управления 
[11].

Формальная постановка задачи

Задача маршрутизации ставится для некото-
рого графа G = ⟨E, V⟩, где E — множество ребер, 
а V — множество вершин. Будем полагать, что 
граф ориентированный. Назовем грузом объ-
ект, который будет транспортироваться по дан-
ному графу. Необходимо оценивать затраты на 
доставку груза из вершины b в вершину d. Для 
этого будем считать, что известна стоимость 
c(i, j) каждого ребра (vi, vj) ∈ E. В данном гра-
фе при заданных b и d необходимо проложить 
маршрут наименьшей стоимости из b в d:
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Рассмотрим более частный случай, а имен-
но постановку задачи маршрутизации для кон-
вейерных систем. Модель должна учитывать: 
1) возможность столкновения транспортируемых 
грузов, что является крайне нежелательным со-
бытием при транспортировке; 2) затрачиваемую 
на перемещение энергию. Эти ограничения фор-
мируют множество функций оценки качества ре-
шения.
Отсутствие столкновений грузов является 

критически важным условием для работы ал-
горитма маршрутизации конвейерных систем. 
Формализуем это условие. Введем параметр 
d > 0, который будет отвечать за минимальное 
допустимое расстояние между грузами; если 
в какой-то момент времени расстояние будет 
меньше d, то система будет фиксировать факт 
столкновения (рис. 1). 
Затрачиваемая на перемещение энергия хотя 

и положительно скоррелирована со временем до-
ставки, но не эквивалентна ему. В конвейерных 
лентах энергия тратится на перемещение ленты 
по участку пути, а не на перемещение конкрет-
ного груза, поэтому совокупная энергия, потра-

ченная на перемещение нескольких грузов по 
одному длинному участку пути, может оказаться 
меньше, чем энергия, потраченная на перемеще-
ние отдельно каждого груза на нескольких ко-
ротких участках пути. 
Для описания затрачиваемой энергии была 

использована формула [12]
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где V — мгновенная скорость ленты конвейера; 
Mc — величина полного сопротивления движе-
нию, которая зависит от массы всех объектов mb, 
перемещающихся на ленте;  — КПД конвейер-
ной системы.
С точки зрения постановки задачи оптими-

зации отличие функционала энергии от функ-
ционала времени доставки заключается в более 
сложной математической природе первого, явля-
ющегося не декомпозируемым по ребрам и объ-
ектам, что затрудняет поиск решения класси-
ческими алгоритмами. Функция называется де-
композируемой, если ее можно разложить на от-
дельные части. Например, время доставки груза 
можно представить как сумму значений времени 
по ребрам. В случае энергии данное разложение 
невозможно, поскольку значение затрачиваемой 
энергии является динамической величиной, опи-
сываемой формулой (2).

Маршрутизация на основе обучения 
с подкреплением

Классические алгоритмы маршрутизации, та-
кие как, например, алгоритм Дейкстры [13], не 
позволяют решать задачу поиска оптимального 
по не декомпозируемому по ребрам функционалу 
пути. Применимым для такого рода задач под-
ходом является обучение с подкреплением, по-
зволяющее работать с более широким семейством 
функционалов, чем классические алгоритмы [14]. 
Обучение с подкреплением является обла-

стью машинного обучения и отличается в поста-
новке задачи наличием взаимодействия агента 
со средой, которое заключается в итеративном 
совершении действий агентом и получении в от-

  Рис. 1. Пример столкновения грузов на конвейере
  Fig. 1. An example of collision of cargo pieces on a con-

veyor
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вет награды. В процессе обучения агент ищет 
оптимальную стратегию для наиболее эффек-
тивного с точки зрения введенного функциона-
ла взаимодействия со средой. Развитие нейрон-
ных сетей сформировало подраздел глубокого 
обучения с подкреплением. Данный подход ис-
пользует непрерывную обратную связь, чтобы 
подстраиваться под текущее состояние среды. 
Это позволяет создавать алгоритмы с высоким 
уровнем адаптивности под изменчивые условия, 
что является крайне важным свойством при раз-
работке алгоритмов маршрутизации для конвей-
ерной сети.

Q-routing
Алгоритм Q-routing использует в основе ме-

тод обучения с подкреплением, но без нейрон-
ных сетей [15]. Удобно считать, что в каждую 
вершину графа помещен агент, а выбор соседа 
для передачи груза является списком доступных 
действий. С каждой вершиной ассоциирована 
таблица оценок ожидаемой награды при выбо-
ре того или иного соседа для пересылки груза 
Qx(d, y), где x — текущая вершина, в которой на-
ходится груз; d — конечный пункт назначения; 
y — один из соседей вершины x, куда переме-
стится груз. Находясь в вершине x и стремясь 
направить объект в конечный пункт d, при пере-

сылке груза в вершину y агент получит награду 
Qx(y, d). Поскольку агент старается максимизи-
ровать значение функции Q, то его невозможно 
использовать для минимизации среднего вре-
мени доставки. Припишем весам всех ребер от-
рицательный знак и теперь рассмотрим в таком 
графе задачу максимизации среднего отрица-
тельного времени доставки, решение которой бу-
дет совпадать с решением исходной задачи. 
Ниже представлена формула, по которой про-

исходят обновления значений функции Q:

 Q*(s) = Q(s) + (r + Q(s) – Q(s)).  (3)

Данный подход обладает хорошей гибкостью, 
это связано с постоянным получением акту-
альной оценки действий агента из среды [16]. 
Существенным недостатком алгоритма является 
высокое потребление памяти, поскольку под таб-
лицы оценок необходимо выделить место.

DQN-routing
Алгоритм DQN-routing был описан в работе 

[17]. Базовая идея вдохновлена алгоритмом DQN 
[18]: обновления значений Q-функции аппрокси-
мируются нейронной сетью (рис. 2).
Она представляет сеть прямого распростра-

нения с двумя скрытыми слоями, размер каждо-

  Рис. 2. Архитектура нейронной сети DQN 
  Fig. 2. Architecture of the DQN neural network

–– –
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го слоя составляет 64 нейрона. Слои соединяют-
ся функцией активации гиперболического тан-
генса. Нейронная сеть принимает на вход 1) d — 
вершину назначения; 2) x — текущую вершину; 
3) y — одного из соседей x; 4) граф G, при этом 
для представления графа используется матрица 
смежности, а для представления вершин — пря-
мое кодирование. Вектором прямого кодирова-
ния вершины выступает вектор длины, равной 
числу вершин в графе, в котором на позиции 
номера вершины стоит единица, на остальных 
позициях стоят нули. Такой метод кодирования 
помогает избежать корреляции между номерами 
вершин, что повышает качество работы сети. На 
выходе сеть возвращает оценочную стоимость 
пути при выборе в качестве следующей верши-
ны на пути транспортировки груза соседа y. 
Данный подход обладает большей адаптив-

ностью по сравнению с алгоритмом Q-routing, 
однако имеет недостатки. Во-первых, он потреб-
ляет много памяти, так как хранит всю матри-
цу смежности в каждом узле, что делает данный 
подход применимым только на графах размерно-
сти порядка 100– 200 вершин. Во-вторых, требу-
ется предобучение сети.

DQN-LE
Развитием алгоритма DQN-routing является 

алгоритм DQN-LE [19]. Основное улучшение со-
стоит в том, что удалось избавиться от необходи-
мости передавать матрицу смежности, поскольку 
теперь по номерам вершин строятся векторные 
представления [20], которые отражают меру бли-
зости вершин. Функция активации была заме-
нена на ReLU, что ослабило проблему затухания 
градиента и, как следствие, увеличило скорость 
обучения агентов. 
Несмотря на то, что данный подход демон-

стрирует лучшие результаты работы в конвей-
ерной системе, алгоритм имеет ряд недостатков: 
1) сохраняется необходимость предварительного 
обучения; 2) приближение оценок путей считает-
ся недостаточно точно, что приводит к высокой 
дисперсии при работе алгоритма; 3) незначи-
тельное число параметров не позволяет прово-
дить более тонкую настройку работы алгоритма.

Алгоритм DQN-Path

Общее описание алгоритма
Предлагаемый в настоящей работе алгоритм 

DQN-Path основан на алгоритме DQN-LE. 
Средой для агента выступает конвейерная си-

стема. В качестве награды используются затра-
чиваемая энергия и время на перемещение гру-
за, взятое с противоположным знаком. Именно 
в таком случае максимизация полученной на-

грады будет соответствовать минимизации за-
траченных времени и энергии. 
В вершине xi расположен агент, с которым 

ассоциирована нейронная сеть Ai (архитектура 
которой показана на рис. 2). Нейронная сеть при-
нимает на вход векторные представления сосед-
ней вершины y и направления транспортировки 
d, а на выход возвращает ожидаемое значение 
награды Q. Агент принимает решение, исполь-
зуя стохастический подход, опираясь на softmax-
стратегию, при которой вероятность выбрать 
соседа y для пересылки ему груза определяется 
следующим образом:
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Основное отличие алгоритма DQN-Path от 
DQN-LE заключается в обучении агентов. Для 
объяснения воспользуемся рис. 3, на котором 
изображен маршрут движения груза. Через xi 
обозначены вершины, через 

it
r  — полученные 

награды, через Ai — нейронные сети агентов 
в соответствующих вершинах, d — вершина на-
значения перемещаемого груза. Обучение агента 
в вершине x1 происходит следующим образом. 
После принятого агентом решения груз отправ-
ляется в выбранном направлении, и по достиже-
нии им следующей вершины можно посчитать 
реально затраченные время и энергию и, как 
следствие, вычислить награду ,

it
r  полу ченную 

за прохождение выбранного агентом участка 
конвейерной ленты. 

Уточнение оценок
В алгоритме DQN-LE обучение агента в вер-

шине x1 происходило за счет обратного распро-
странения ошибки, которая вычислялась как 
квадрат невязки наблюдаемого значения ценно-
сти Q-функции и ее предсказания:

 
      2

1 1 2 1 2  , , ,Loss A Q x d A x d    (5)

где значение  1 2  ,Q x d  определялось по формуле 

 
   

11 2 2 3  , , .tQ x d r A x d     (6)

  Рис. 3. Пример перемещения одного груза
  Fig. 3. An example of a single cargo piece transporta-

tion
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Следует обратить внимание, что оценка ожи-
даемой награды, используемая в уравнении (6), 
является в значительной степени неточной, что 
может приводить к большой дисперсии резуль-
татов, как показывают описанные в следующем 
разделе эксперименты. Уточнение оценки приво-
дит к уменьшению ее смещенности. Для дости-
жения этого обратимся к стандартной формуле 
ценности состояния для обучения с подкрепле-
нием без использования нейронных сетей с од-
ним агентом, записанной в классическом виде 
[16], в которой пересчитывается оценка целевой 
функции после совершенного действия в состоя-
нии s и при переходе в состояние s:

 
        1

.tQ s Q s r Q s Q s     
 

 (7)

Перепишем ее в следующем виде:

 
       1

1 .tQ s Q s r Q s      
 

 (8)

Далее совершим замену:

       1 ,Q s Q s Q s    
  (9)

где

 
   

1
.tQ s r Q s      (10)

Уравнения (6) и (10) похожи, но имеют следу-
ющие различия:

1) в уравнении (6) имеются разные индексы 
у Q, это связано с тем, что разным индексам со-
ответствуют разные агенты; 

2) в уравнении (10) происходит обучение ме-
тодом экспоненциального скользящего среднего, 
в отличие от метода обратного распространения 
ошибок, использующего ошибку из уравнения 
(5); 

3) в уравнении (10) используется коэффици-
ент обучения . Добавив его к уравнению (6), по-
лучим 

 
   

11 2 2 3  , , .tQ x d r A x d      (11)

Следующая идея для улучшения этой оцен-
ки состоит в том, чтобы заменить значение A2 
на 2 ,Q  т. е. вместо предсказания оценки следу-
ющего агента воспользоваться полученной цен-
ностью состояния. Распишем, в свою очередь, 
оценку 2:Q

 
   

22 3 3 4  , , .tQ x d r A x d      (12)

Подставив это значение в уравнение (11), по-
лучим

 
    1 21 2 3 4  , , ,t tQ x d r r A x d        (13)

 
   

1 2

2
1 2 3 4  , , .t tQ x d r r A x d     

 
 (14)

Продолжив замену на значения функций 
в следующих вершинах, мы придем к обобщен-
ной формуле

 
   

1 1 2

1
1 2

1
  , , .

k
i k

t t t k k
i

Q x d r r r A x d



         (15)

Подставив ее в уравнение (5), получим значе-
ние ошибки для обучения нейронной сети. 
Использование уравнения (15) при обучении 

позволяет уточнять оценку ценности пути за счет 
использования обучения не по одному шагу, а по 
частичному маршруту. Получилась относитель-
но несложная формула, что является несомнен-
ным плюсом для реализации алгоритма. Кроме 
того, алгоритм стал параметрическим, посколь-
ку теперь его работа определяется коэффициен-
том обучения  и длиной частичного маршрута.
Стоит отметить, что обучение является асин-

хронным, поскольку происходит именно по ча-
стичному маршруту груза, а не по подпоследо-
вательности шагов агента. Это хорошо видно из 
индексов награды, получение которой происхо-
дит не в последовательные моменты времени. 
Строго говоря, обучение происходит на основе 
одного шага каждого из агентов, соответству-
ющих вершинам отрезка маршрута передачи 
груза. 

Протоколы общения агентов
Из уравнения (15) ви дно, что для работы алго-

ритма необходимо хранить историю посещения 
последних k агентов грузом, так как значения 
наград этого пути используются в формуле для 
обучения. 
Основная идея программной реализации за-

ключается в создании у каждого агента локаль-
ного хранилища, в котором будут храниться 
истории маршрутов только что отправленных 
грузов. В таком случае сохраняется децентра-
лизованность всей системы, при этом получение 
информации об истории будет осуществляться 
за счет реализации протокола общения агентов 
между собой. Опишем работу протокола в общем 
виде (рис. 4).
Пусть агент A получил управление от среды 

с запросом принять решение о пересылке толь-
ко что прибывшего груза. Предполагается, что 
груз приехал от агента B, соответственно, в его 
локальном хранилище есть информация о марш-
руте. Поэтому от A к B отправляется сообщение 
с запросом о прибывшем грузе. Агент B, полу-
чив это сообщение, удаляет из своего хранилища 
информацию о грузе и направляет ее агенту A. 
Агент A обновляет информацию, используя полу-
ченные данные, и сохраняет в локальную копию. 
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Если накоплен достаточный маршрут для обуче-
ния, то история передается по обратному пути, 
пока не пройдет k вершин, после этого происхо-
дит обучение последнего в этом эпизоде агента Z, 
получившего всю необходимую историю. 

Экспериментальное исследование 
алгоритма

Симуляционная модель и сценарии 
тестирования 
Для проведения экспериментов использова-

лась симуляционная модель конвейерной си-
стемы, представленной взвешенным ориенти-
рованным графом. Ребрам соответствуют части 
ленты, при этом ориентация отображает направ-
ление движения, а вес является мерой длины. 
Вершинами являются контрольные точки: стар-
товые вершины и конечные вершины, а также 
места стыковки конвейерных лент (все осталь-
ные вершины). В каждую вершину помещен 
агент. Децентрализованность достигается путем 
ограничения возможности конвейерной системы 
обмениваться сообщениями между узлами, т. е. 
каждый узел может посылать сообщения только 
соседним узлам.
Симуляционная модель позволяет рассчиты-

вать время доставки, энергию доставки согласно 
уравнению (2), а также фиксировать столкнове-
ния грузов.
Для тестирования использовались два типа 

сценария. Первый тип сценария, без поломок, 
работает с фиксированной топологией графа, 
при его выполнении случайным образом добав-
ляются грузы со случайно выбранными началь-
ной вершиной из B и конечной вершиной из D. 
Второй тип сценария, с поломками, отобра-

жает изменение топологии конвейерной сети. 
В нем возникают события поломки и восстанов-
ления конвейерных лент. Данные события позво-
лят оценить важнейшее свойство реализованно-

го алгоритма, а именно способность алгоритма 
к адаптации в условиях изменяющейся нагрузки 
и топологии сети, а также свойства отказоустой-
чивости. В остальном он повторяет первый тип.

Критерии сравнения   алгоритмов и оценка 
статистической значимости
Ключевыми метриками сравнения являются 

среднее время доставки груза, средняя энергия, 
затраченная на доставку груза, и число столкно-
вений. Наличие столкновений недопустимо.
Для проверки статистической значимости 

в работе использовался критерий Уилкоксона 
для связанных выборок с уровнем значимости 
0,05, поскольку сравнивались пары результатов, 
в которых каждая пара была протестирована на 
одинаковом сценарии работы конвейера. 

Эксперименты по под бору параметров 
алгоритма DQN-Path
Алгоритм DQN-Path имеет два параметра: 

длину пути c и коэффициент обучения . В иссле-
довании рассматривались значения параметра c, 
равные 1 и 2. Для каждого варианта длины пути 
выполнены запуски с различными значениями 
параметра  из диапазона [0,5; 1,5], среди них 
оставлены варианты с наилучшими результата-
ми. Такими оказались пары: c = 1,  = 1,01; c = 2, 
 = 1; c = 2,  = 0,7. Также был добавлен вариант 
c = 1,  = 1, что полностью соответствует алго-
ритму DQN-LE. Для каждого из данных алго-
ритмов подсчитаны средние метрики по десяти 
запускам. Результаты сравнений представлены 
в табл. 1.
Как видно из таблицы, значение параметра  

влияет на результат работы алгоритма. Лучшим 
по обоим критериям является алгоритм со значе-
ниями параметров c = 2,  = 1. Именно данные 
параметры алгоритма были взяты для тестиро-
вания с DQN-LE. Число столкновений во всех 
алгоритмах равно 0.

  Рис. 4. Иллюстрация работы протокола: msg — пе-
ресылаемые между агентами сообщения

  Fig. 4. An illustration of the protocol: msg stands for 
messages sent between agents

  Таблица 1. Сравнение значений параметров по сред-
ним показателям

  Table 1. Comparison of parameter values with respect to 
mean time and mean energy 

Алгоритм
Среднее 
время 

доставки, c

Средняя 
затраченная 
энергия, ед.

DQN-Path, с = 2;  = 1 56,025 53 829

DQN-Path, с = 2;  = 0,7 56,095 54 120

DQN-Path, с = 1;  = 1,01 56,112 54 761

DQN-Path, с = 1;  = 1 
(DQN-LE)

56,367 55 370
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Эксперименты по сравнению DQN-Path 
с DQN-LE
Поскольку алгоритм DQN-LE превосходит 

классические и нейросетевые алгоритмы с точ-
ки зрения адаптивности и возможности исполь-
зования недекомпозируемых метрик, как было 
показано в [17, 19], сравнение будет проводиться 
с ним.
Для тестирования алгоритмов было зафикси-

ровано 20 случайных сценариев, на основе кото-
рых строились графики и происходило усредне-
ние метрик. 
Анализ сценария с поломками. Число столк-

новений у обоих алгоритмов было равно 0 во всех 
запусках. Из графика среднего времени достав-
ки (рис. 5, а) непонятно, какой из алгоритмов 
справился с оптимизацией данной метрики луч-
ше, анализ значений из табл. 2 также не свиде-
тельствует о сколько-то значимых улучшениях. 
Однако алгоритм DQN-Path отмечается более 
несмещенной оценкой, а следовательно, более 
стабильной и прогнозируемой работой. 
Из графика средней энергии доставки (рис. 5, б) 

и табл. 2 заметно улучшение данной метрики. 
Был проведен статистический тест Уилкоксона, 
который показал уровень статистической значи-
мости равным 0,00059. Итого имеем уменьшение 
средней энергии доставки для данного сценария. Анализ сценария без поломок. Как и в про-

шлом случае, число столкновений у обоих алго-
ритмов было равно 0 во всех запусках.
Из табл. 3 следует, что не удалось статистиче-

ски значимо улучшить среднее время доставки, 
однако удалось сократить среднее отклонение 
этой величины. При этом статистически зна-
чимо уменьшилась потребляемая энергия и со-
кратилось среднее отклонение этой величины. 
Статистическая значимость по статистическому 
тесту Уилкоксона равна 0,000006.
Таким образом, можно заключить, что пред-

ложенный алгоритм показывает более устойчи-
вую работу с точки зрения обеих рассмотренных 
метрик, сокращая среднее отклонение, а также 
уменьшает затраты на использованную энергию.

Заключение 

В результате настоящего исследования был 
разработан алгоритм DQN-Path, который реша-
ет задачу маршрутизации штучных грузов на 
конвейерной ленте на основе мультиагентного 
глубокого обучения. Новизна алгоритма заклю-
чается в подборе функции ценности состояния 
для агента, которая вычисляется асинхронно 
для перемещения грузов и позволяет учитывать 
функцию ценности состояний вершин пути, ко-
торые проходит груз. Проведенные эксперимен-
ты показали, что использование предложенной 

  Рис. 5. Зависимость среднего времени (а) и средней 
энергии (б) доставки груза от времени работы конвейе-
ра для сценария с поломками

  Fig. 5. Dependence of the average delivery time (a) 
and mean energy consumption (б) on conveyor belt sys-
tem operating time for a breakdown scenario

  Таблица 2. Сравнение средних данных для сценария 
с поломками

  Table 2. Comparison of the mean time and mean energy 
for the collision scenarios

Алгоритм

Среднее 
время 

доставки, 
с

Среднее 
отклоне-
ние, с

Средняя 
энергия, 
ед.

Среднее 
откло-
нение, 
ед.

DQN-LE 56,047 1,153 51 960 625

DQN-Path 2; 1 56,029 0,309 51 756 507

  Таблица 3. Сравнение средних данных для сценария 
без поломок

  Table 3. Comparison of the mean time and the mean 
energy for the collisionless scenarios

Алгоритм
Среднее 
время 

доставки, с

Среднее 
отклоне-
ние, с

Средняя 
энергия, 
ед.

Среднее 
отклоне-
ние, ед.

DQN-LE 55,141 0,701 51 960 625

DQN-Path 2; 1 54,316 
(нет стат. 
значимо-
сти)

0,205 51 756 507
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функции ценности увеличивает устойчивость 
работы алгоритма, а также уменьшает потреб-
ляемую конвейером энергию.
Алгоритм может быть применен для управле-

ния конвейерными системами и позволит умень-
шать энергозатраты при доставке грузов.
Следует также отметить, что алгоритм мо-

жет быть обобщен на более широкий класс задач 
маршрутизации и применяться к произвольным 
оптимизируемым функциям, таким как аморти-

зация грузов / каналов передачи или стоимость 
доставки.
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Introduction: We consider the problem of routing of piece cargo by a conveyor system. When moving cargo pieces, it is necessary not 
only to minimize the time of transportation, but also to minimize the energy spent on it. Purpose: Development of a routing algorithm 
that is adaptive to changes in the topology of the routing graph and is able to optimize the delivery time and the consumed energy. Results: 
We propose an algorithm based on multi-agent deep reinforcement learning that places agents at the vertices of a conveyor network graph 
and uses a new state value function. The algorithm has two tunable parameters: the length of the path along which the state value function 
is calculated, and the learning coefficient. Through the selection of parameters, we have revealed that the optimal values are 2 and 1, 
respectively. An experimental study of the algorithm using a simulation model has shown that it allows to reduce the number of collisions 
of moving objects to zero, demonstrates stable results for both optimized scores, and also leads to a lower energy consumption compared 
with the method used as a baseline. Practical relevance: The proposed algorithm can be used to reduce delivery time and energy when 
managing conveyor systems.
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