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В  ведение: одной из тенденций вǡобласти распознавания естественных языков является переход от модульных архитектур 
кǡинтегральным моделям. Эти системы объединяют различные этапы обработки, такие как акустическое, языковое и лекси-
ческое моделирование и декодирование, вǡединую архитектуру. Среди современных архитектур, наиболее часто используе-
мых для интегрального распознавания речи, находится архитектура трансформер, а также ее модификации. Цель: выполнить 
подробный обзор моделей интегрального распознавания речи на базе архитектуры трансформер. Результаты: анализ различ-
ных стратегий декодирования позволил сделать ряд выводов. Так, коннекционная временная классификация эффективна при 
отсутствии выравнивания между речевым сигналом и текстовыми транскрипциями, но ее применение не рационально, если 
длина входных данных меньше длины выходных. Основным недостатком моделей, работающих по стратегии коннекционной 
временной классификации, является предположение о независимости выходных символов. Гораздо перспективнее оказыва-
ются трансдьюсеры, учитывающие предшествующий контекст для каждого выходного символа, и шифраторы-дешифраторы 
сǡмеханизмом внимания, позволяющие учитывать долгосрочные зависимости и контекст. Обратной стороной последней стра-
тегии является невысокая скорость, что ограничивает ее использование вǡреальном времени. Каждая из рассмотренных вǡста-
тье стратегий, таким образом, имеет свои достоинства, но лучше всего проявляет себя сǡзадачами конкретного типа. Практиче-
ская значимость: представленный обзор рассматривается как вклад вǡизучение быстроразвивающейся области интегрального 
распознавания речи независимо от конкретных естественных языков. Полученные выводы могут найти практическое приме-
нение при создании систем автоматического распознавания речи на естественных языках, вǡтом числе и на малоресурсных 
языках. Обсуждение: существующая тенденция кǡувеличению размера моделей делает наиболее перспективными гибридные 
решения, учитывающие необходимость использования систем распознавания речи вǡрежиме реального времени и требующие 
меньших вычислительных ресурсов.
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Введение

З  а прошедшее десятилетие системы автома-
тического распознавания речи (САРР) прошли 
большой путь от классических архитектур до со-
временного интегрального (англ. end-to-end) под-
хода [1]. Внедрение глубоких искусственных ней-
ронных сетей в САРР привело к значительному 
приросту точности распознавания [2]. По резуль-
татам сравнительных исследований [3], приме-
нение таких сетей улучшило качество распозна-
вания более чем на 50 % по метрике Word Error 
Rate (WER). Следующим этапом стало появление 
САРР, реализованных в рамках одной глубокой 
нейронной сети, выполняющей роль как акусти-
ческой, так и языковой модели. Именно такие си-
стемы принято называть интегральными [4].

Следует заметить, что, несмотря на общий 
прирост точности, результаты интегрального 
распознавания могут значительно варьировать-
ся в зависимости от условий работы САРР и осо-
бенностей целевого языка. Например, системы, 
обученные на ограниченном объеме данных, мо-
гут показывать недостаточную точность при рас-
познавании речи в шумных средах, а также при 
наличии у диктора нестандартного выговора 
или акцента [5, 6]. Важно понимать, что и линг-
вистические особенности целевого языка тоже 
оказывают прямое влияние на работу САРР. Так, 
результаты работы одной и той же мультиязыч-
ной системы, обученной на сопоставимом объеме 
данных для двух разных языков, могут разли-
чаться по точности в несколько раз в зависимо-
сти от исходного языка. Например, в работе [7] 
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при тестировании мультиязычной модели на 
корпусе Fleurs [8] был получен результат 10,3 % 
WER для вьетнамского языка и 27,1 % для иври-
та при том, что объем обучающих корпусов со-
ставил 691 и 688 часов речи соответственно, т. е. 
ключевым фактором, повлиявшим на точность 
системы распознавания, оказались лингвисти-
ческие особенности иврита (при практически 
аналогичном объеме вьетнамского набора дан-
ных точность его распознавания гораздо выше). 
В настоящее время одной из наиболее широко 

используемых архитектур, применяемых для ин-
тегрального распознавания речи, является архи-
тектура трансформер. В этой статье представлен 
обзор основных разновидностей трансформеров, 
а также связанных с ними различных стратегий 
декодирования, применяемых для оптимизации 
работы САРР. 

Основные принципы интегрального 
распознавания речи

Задачу автоматического распознавания речи 
можно сформулировать как поиск наиболее ве-
роятной последовательности слов по входному 
звуковому сигналу [9]. Основными составными 
частями «традиционной» САРР являются блоки, 
отвечающие за выделение признаков, акустиче-
ское моделирование, языковое моделирование, 
лексикон и декодирование. При интегральном 
подходе все вышеперечисленные модули пред-
ставлены в рамках одной искусственной нейрон-
ной сети, которая реализует их совместное обу-
чение [10].
Важной особенностью интегральных САРР 

является наличие нейросетевых механизмов ко-
дера (или шифратора; англ. encoder) и декодера 
(или дешифраторa; англ. decoder) [4]. Задача ко-
дера в САРР состоит в преобразовании входной 
последовательности речевых данных в промежу-
точное представление признаков. Декодер в свою 
очередь преобразует промежуточное представ-
ление в выходную последовательность графем 
или лексем (слов) [4, 11].
Интегральная система автоматического рас-

познавания речи работает по следующему прин-
ципу: на вход подается необработанный звуко-
вой сигнал, который далее подвергается обра-
ботке для извлечения акустических признаков, 
н апример признаков, называемых filterbank (т. е. 
признаков, полученных с помощью гребенки по-
лосовых фильтров) [12] или мел-кепстральных 
частотных коэффициентов (англ. MFCC) [13]. 
Т акже на вход модели могут подаваться заранее 
извлеченные акустические признаки. На этапе 
шифрования модель получает промежуточное 
представление признаков из входной последова-

тельности. На этапе декодирования из промежу-
точного представления строится выходная по-
следовательность в виде готовой транскрипции. 
Опционально при декодировании может быть 
интегрирована внешняя языковая модель для 
улучшения результатов декодирования за счет 
охвата большего языкового контекста [14].

Т  рансформеры и их применение в САРР

На сегодня архитектура трансформер являет-
ся одной из самых распространенных и эффек-
тивных архитектур для задач обработки есте-
ственного языка, в том числе и для задачи рас-
познавания речи. Впервые она была представле-
на в статье “Attention is all you need” в 2017 г. [15].
Архитектура трансформер состоит из двух 

основных блоков: кодера и декодера. Блок ко-
дера преобразует входную последовательность 
в скрытое представление, а декодер генерирует 
выходную последовательность на основе скрыто-
го представления и предыдущих элементов вы-
ходной последовательности (рис. 1).
Основным компонентом архитектуры тран-

сформер является механизм внимания (англ. 
attention mechanism), который позволяет модели 
учитывать все элементы входной последователь-
ности при вычислении каждого элемента вы-
ходной последовательности. В отличие от рекур-
рентных нейронных сетей (англ. recurrent neural 
network, RNN), которые обрабатывают элементы 
последовательности одну за другой, трансфор-
мер может параллельно обрабатывать сразу всю 
последовательность. В  работе [15] механизм вни-
мания определяется как сопоставление вектора 
запроса (англ. query vector), вектора ключа (англ. 
key vector) и вектора значения (англ. value vector) 
с выходными данными. Механизм внимания ре-
ализуется следующим образом. Входные данные 
(векторные представления слов) преобразуются 
в три вектора — запроса, ключа и значения:

,i q iq W x
 

,i k ik W x  ,i v i xv W

где qi, ki, vi — векторы запросов, ключей и значе-
ний соответственно; Wq, Wk, Wv — весовые матри-
цы, которые определяются в ходе обучения; xi — 
векторное представление i-го слова. Внимание, 
называемое вниманием на основе масштабиро-
ванного скалярного произведения, вычисляется 
следующим образом:

T
softmax ,

kd

 
  
 
 

QK
V

 где kd  — размерность ключа.
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  Рис. 1. Архитектура трансформер [15]
  Fig. 1. Transformer architecture [15]
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В архитектуре трансформер используется 
множество наборов матриц запроса, ключа и 
значения. Каждый набор матриц называется 
«головой» (англ. head), поэтому такой тип вни-
мания получил название «многоголовый» (англ. 
multi-head attention). Каждая голова может фо-
кусироваться на разных аспектах входной по-
следовательности, позволяя модели захватывать 
более сложные зависимости между элементами 
данных. Для каждой головы вычисляются свои 
векторы запроса, ключа и значения, на основе 
которых определяется внимание. Выходы всех 
голов объединяются путем конкатенации в одну 
матрицу:

 1 2   Concat , , ..., ,MH M о     W

гд е M — число векторов внимания; Wo — матри-
ца весов.
В трансформере используются три типа «мно-

гоголового» внимания.
1. Кросс-внимание (англ. cross-attention). 

Данный тип внимания используется в декодере, 
при этом запросы поступают из декодера, а клю-
чи и значения — из кодера. Это позволяет деко-
деру фокусироваться на релевантных элементах 
входной последовательности для генерации эле-
мента выходной последовательности.

2. Самовнимание. Используется в кодере, при 
этом ключи, значение и запросы поступают из 
предыдущего слоя кодера. Самовнимание по-
зволяет модели учитывать зависимости между 
всеми элементами входной последовательности.

3. Маскированное самовнимание. Применя-
ется в декодере для предотвращения использова-
ния будущих элементов последовательности при 
генерации текущего элемента. Маска блокирует 
доступ к будущим элементам при вычислении 
внимания.
Кроме того, в трансформерах используется 

позиционное кодирование, которое добавляет 
к векторному представлению элемента входной 
последовательности информацию о его порядке 
в последовательности. 
Трансформер в своем изначальном варианте 

подразумевает отсутствие любых рекуррент-
ных слоев, вместо них применяются различные 
варианты механизма внимания. Это позволяет 
решить проблему затухающего градиента, воз-
никающую при обработке последовательностей 
при помощи рекуррентных нейронных сетей 
[16], а также дает возможность обработки более 
длинных входных последовательностей, позво-
ляя более эффективно распараллелить вычисле-
ния [17].
Во многих современных САРР архитекту-

ра трансформер по-прежнему применяется без 
существенных изменений [18, 19]. Так, в [19] 

авторам удалось добиться лучших результатов 
по сравнению с архитектурами c долгой кратко-
срочной памятью (англ. long short-term memory, 
LSTM). За счет применения трансформера с во-
семью «головами» внимания и внешней языко-
вой моделью ошибка распознавания составила 
2,81 % против 2,98 % WER для базовой архитек-
туры на данных корпуса Librispeech Test Clean. 
В работе [20] была применена архитектура, ко-
торая представляет из себя кодер, состоящий 
из 18 модулей, и декодер, состоящий из шести 
модулей. Это позволило улучшить метрику 
WER до 7,83 % против 9,25 % у базовой моде-
ли, построенной на рекуррентной нейронной 
сети на основе трансдьюсера (англ. recurrent 
neural network transducer, RNN-T), и до 8,05% 
у модели на основе шифратора и дешифратора 
с механизмом внимания (англ. attention-based 
encoder-decoder, AED). В более поздних рабо-
тах представлены системы на основе архитек-
туры трансформер, адаптированной для за-
дачи распознавания речи в реальном времени. 
Например, авторы [21] предлагают решение 
в виде классического трансформера c восемью 
«головами» внимания и дополнительной памя-
тью. На корпусе Librispeech Clean предложен-
ная модель набирает 2,8 % против 3,3 % WER 
по сравнению с рекуррентными сетями типа 
latency-controlled bidirectional long short-term 
memory (LC-BLSTM) [22].
Существенным недостатком трансформеров 

является неэффективная работа с локальным 
контекстом (информацией, содержащейся непо-
средственно рядом с обрабатываемым токеном) 
по сравнению с глобальным (т. е. соседними 
предложениями или даже другими абзацами). 
Эту проблему решает архитектура, названная 
«конформер» (англ. conformer) [23], которая внед-
ряет в базовую архитектуру трансформер свер-
точные слои, что позволяет модели эффективно 
фокусироваться на локальных контекстах.
Общая схема архитектуры конформер (рис. 2) 

имеет следующий вид: в начале идет блок 
спектральной аугментации (SpecAugment) 
[24], который искусственно увеличивает раз-
нообразие обучающих данных путем внесе-
ния случайных искажений в спектрограммы 
аудиозаписей и при этом сохраняет семанти-
ческую информацию, необходимую для рас-
познавания речи. Далее — слой пулинга, пол-
носвязный слой, а также слой прореживания 
нейронов (англ. dropout), за которыми следу-
ет последовательность из конформер-блоков, 
представляющих собой группу из модулей пря-
мой связи, внимания и сверточных модулей. 
Схема сверточного модуля представлена на 
рис. 3. Вначале идет сверточный слой с ядром 
1x1 (англ. pointwise convolution), затем — слой 
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управляемого линейного блока (англ. gated 
linear unit; GLU), следом расположен слой, вы-
полняющий одномерную свертку по глубине. 
После свертки выполняется пакетная нормали-
зация. Далее идет слой с активационной функ-
цией swish.
Математически работу конформер-блока мож-

но записать следующим образом [23]:

 1
2

FFN ;i i ix x x 

 MHSA ;i i ix x x   

 Conv ;i i ix x x   

 1
2

Layernorm FFN ,i i iy x x    
 

где xi — признак, поступающий на вход конфор-
мер-блока; yi — выход конформер-блока; FFN 
означает модуль прямого распространения; 
MHSA — модуль «многоголового» самовнима-
ния; Conv — модуль свертки.
В качестве декодера в исходной статье [23], 

описывающей архитектуру конформер, исполь-
зовалась однослойная LSTM. 

  Рис. 2. Схема модели конформер [23]
  Fig. 2. Architecture of the conformer model [23]

  Рис. 3. Схема сверточного блока модели конформер [23]
  Fig. 3. Architecture of the convolutional module of the conformer model [23]
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Модель к онформер объединяет преимущества 
механизма внимания и свертки. «Многоголовое» 
самовнимание позволяет захватывать глобаль-
ный контекст, а сверточные слои позволяют кон-
формеру эффективно фокусироваться на локаль-
ном контексте, что является преимуществом мо-
дели конформер по сравнению с моделью тран-
сформер.
Как показывает исследование [25], конфор-

мер можно оптимизировать для работы в режи-
ме реального времени. Авторы [25] предложили 
удалить блок самовнимания, что позволило до-
стигнуть снижения вычислительной сложности 
на 10 % и применить модель в работе голосового 
помощника Alexa; при этом было показано, что 
упрощение архитектуры не снижает точности 
распознавания коротких фраз, которые харак-
терны при обращении к голосовым помощникам. 
Авторы назвали данную архитектуру Commer.
В работе [26] предложена модель Hyper-

Conformer, требующая меньших вычислитель-
ных ресурсов и памяти. HyperConformer вместо 
«многоголового» самовнимания использует мо-
дель HyperMixer, предложенную в работе [27] 
для динамического формирования многослой-
ного перцептрона для смешивания признаков. 
HyperConformer позволяет моделировать как ло-
кальное, так и глобальное взаимодействие меж-
ду токенами.
В работе [28] между кодером и декодером 

трансформера добавлен дополнительный блок 
памяти, аналогичный нейронной машине 
Тьюринга, что позволяет лучше распознавать 
длинные фразы.
Уже из представленного в текущем разделе 

обзора архитектур можно сделать вывод, что, не-
смотря на общую эффективность трансформеров 
(и в том числе модификаций этой архитектуры), 
их применение связано с рядом ограничений. 
Так, трансформеры часто сталкиваются с про-
блемами при обработке длинных последователь-
ностей (и нередко длина аудиозаписи может пре-
вышать оптимальную длину входных данных). 
Кроме того, обучение моделей на основе тран-
сформеров требует больших объемов данных и 
времени, что может вызывать трудности в усло-
виях ограниченного доступа к качественным и 
размеченным аудиоданным. Наконец, чрезвы-
чайно важным аспектом успешного примене-
ния архитектуры трансформер в распознавании 
речи является выбор правильной стратегии де-
кодирования. Даже если сама архитектура эф-
фективна, без оптимальной стратегии декодиро-
вания качество результатов может значительно 
пострадать. В следующем разделе рассмотрены 
различные стратегии декодирования, которые 
могут применяться совместно с моделями тран-
сформер.

Стратегии декодирования 
в интегральных системах 
распознавания речи

Декодер в интегральной системе распознава-
ния речи играет фундаментальную роль в преоб-
разовании выходных данных модели, получен-
ных после анализа речевых данных, в текстовое 
представление, доступное для человека. Его 
функция заключается в том, чтобы эффективно 
переводить последовательность признаков или 
вероятностей, полученных от модели, в читае-
мый текст или последовательность символов. 
При этом декодер должен учитывать контекст 
и долгосрочные зависимости в речевой инфор-
мации, чтобы генерировать наиболее вероятное 
текстовое представление, а также управлять 
переменной длиной входных и выходных после-
довательностей, обеспечивая корректное соот-
ветствие между аудио- и текстовыми данными 
различной длины. Более того, декодер должен 
быть способен обрабатывать неоднозначности 
и ошибки, возникающие в процессе распозна-
вания речи, например, выбирая наиболее веро-
ятные интерпретации или исправляя ошибки 
в распознанном тексте, чтобы обеспечить вы-
сокую точность и понятность результатов. По 
большому счету, функционально декодер выпол-
няет роль языковой модели, при этом единица-
ми словаря могут быть слова, графемы или от-
резки слов (англ. pieces of words — «куски слов», 
subword units — «подсловные единицы»), не под-
дающиеся обобщению с лингвистической точки 
зрения. Процедура разбиения текста на такие 
единицы называется токенизацией. Большое 
количество алгоритмов токенизации, напри-
мер Byte Pair Encoding, WordPiece или Unigram 
Language Model, позволяет системе эффективно 
разбивать слова на подсловные единицы, решая, 
в частности, проблему слов, не вошедших в обу-
чающий словарь.
Несколько стратегий декодирования получи-

ли наибольшее распространение при создании 
интегральных систем распознавания речи в на-
ши дни. 
Коннекционная временная классификация. 

Коннекционная временная классификация 
(англ. connectionist temporal classification, CTC) 
[29] используется для обучения моделей в том 
случае, если необходимо учитывать выравнива-
ние входных и выходных последовательностей. 
Это позволяет модели пропускать некоторые 
временные шаги. Модель С ТС преобразует зву-
ковой сигнал в последовательность символов, а 
затем удаляет из нее ненужные символы, про-
белы и повторы. Выходной слой нейронной сети 
содержит по одному блоку для каждого символа 
выходной последовательности (графем, фонем, 
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знаков препинания) и еще один для дополни-
тельного символа «пропуск» (“blank”), соответ-
ствующего пустому выходному символу. Более 
по дробно модель CTC описана в [4, 29].
Стратегия CTC может быть применена к ар-

хитектурам RNN (LSTM, GRU) и трансформерам 
(с модификациями для поддержки CTC). Одним 
из главных преимуществ CTC является гиб-
кость, поскольку эта стратегия не требует точ-
ного выравнивания входных и выходных после-
довательностей, что полезно для задач с измен-
чивыми длительностями событий. Также CTC 
хорошо поддерживает длинные последователь-
ности, в то же время позволяя моделям работать 
без явного выравнивания между входными и вы-
ходными данными. Последнее особенно полезно 
в рамках распознавания речи, так как не всегда 
длина последовательности фонем соответствует 
длине слова, записанного в соответствии с пра-
вилами графики исходного языка.
Тем не менее применение этой стратегии 

оправдано только в том случае, если длина 
входной последовательности больше, чем длина 
выходной. В частности, это ограничивает воз-
можность применения техник понижения раз-
мерности. Помимо этого, в CTC элементы вы-
ходной последовательности априорно считаются 
независимыми, что иногда приводит к ошибкам 
в итоговой гипотезе распознавания.
В статье [30] предлагается смешанная ар-

хитектура нейросетевой модели CTC в сочета-
нии с механизмом внимания, ограниченным по 
времени. Это решение показывает, что можно 
создать систему с использованием механизма 
внимания, которая будет работать в режиме ре-
ального времени, однако такая система имеет 
все недостатки подхода CTC и лишь частично 
реализует преимущества механизма внимания 
из-за ограничения по времени.
Совместное использование конформера и 

CTC сообщает моделям бóльшую устойчивость 
к вариациям по времени и дает более эффектив-
ное обучение на небольших объемах данных. 
Успешные реализации такого подхода можно 
найти в [31, 32].

AED. Шифратор и дешифратор с механизмом 
внимания (AED) [33, 34] — это стратегия, осно-
ванная на механизме внимания, который позво-
ляет модели обрабатывать только определенные 
части входных данных при генерации выходной 
последовательности. Эта стратегия наиболее 
эффективно применяется в связке с трансфор-
мерами для точного моделирования сложных за-
висимостей, содержащихся в речевом сигнале, и 
учета контекста на длительных временных про-
межутках. Это выгодно отличает AED от CTC и 
в конечном итоге приводит к улучшению точно-
сти.

Однако у моделей, использующих эту стра-
тегию декодирования, есть недостаток — они 
серьезно уступают другим стратегиям по части 
скорости распознавания. Это связано с тем, что 
механизм внимания ожидает сразу всю входную 
последовательность для генерации транскрип-
ции на выходе. В большинстве случаев это де-
лает невозможным использование этой страте-
гии в режиме реального времени, что является 
крупным недостатком для современных САРР. 
Несмотря на то, что существуют некоторые спо-
собы адаптировать AED для использования в ре-
жиме реального времени [30, 35, 36], такие мо-
дели все равно сильно проигрывают по скорости 
моделям, использующим CTC и RNN-T. Схема 
AED представлена на рис. 4 (x, y — значения эле-
ментов входной последовательности признаков 
кодера и декодера; T, U – 1 — размеры входных 
последовательностей признаков кодера и декоде-
ра соответственно).

RNN-T. Архитектура трансдьюсер (RNN-T) 
была впервые представлена в 2012 г. [38]. RNN-T 
решает основные проблемы CTC, связанные 
с выравниванием длины последовательности, 
при помощи генерации сразу целого набора из 
нескольких выходных последовательностей для 
каждой входной последовательности. Наличие 
двух раздельных сетей: кодера и предсказатель-
ной сети, — а также объединяющей их полно-
связной сети позволяет таким моделям лучше 
фокусироваться на контексте. При всех достоин-
ствах данный подход не свободен от недостатков. 
Ввиду необходимости построения целого набора 
выравниваний для каждой входной последова-
тельности, модели, построенные на трансдьюсе-
ре, требуют большого количества памяти для обу-
чения. Схема RNN-модели представлена на рис. 5 
(x, y — значения элементов входной последова-
тельности признаков кодера и предиктора; T, 

  Рис. 4. Схема AED-модели [37]
  Fig. 4. AED model diagram [37]
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U — размер входных последовательностей сетей 
кодера и предиктора соответственно; индексы 
f, g — значения выходных последовательностей 
признаков кодера и предиктора соответственно).
Ряд исследований [3, 18, 39] показывает, что 

обычный RNN-T используется для построения 
САРР реже, чем трансформер. К тому же эти мо-
дели недостаточно эффективны при распозна-
вании данных, не соответствующих обучающей 
выборке [40]. В работах, выдаваемых в системе 
Google Scholar по запросу «распознавание речи», 
трансформеры используются примерно в 10 раз 
чаще, чем RNN-T. Как уже сказано, трансдью-
сер хорошо подходит для распознавания речи 
в режиме реального времени, однако трансфор-
меры также эффективно справляются с подоб-
ными задачами [21, 31, 41, 42]. Собственно, не-
модифицированные трансдьюсеры на сегодня 
достаточно редки. Более актуальными являются 
комбинированные модели, сочетающие в себе 
одновременно элементы как трансдьюсера, так 
и других архитектур. Как пример можно при-
вести сочетание трансформера и трансдьюсера 
(англ. transformer-transducer, или T-T) [43–46]. 
Эта модель поддерживает работу с последова-
тельностями переменной длины и обеспечивает 
улучшение точности распознавания речи, устра-
няя недостатки предыдущих моделей [47]. В этой 
связке трансформер играет роль кодера, кото-
рый генерирует высокоуровневые признаки, ос-
нованные на глобальном контексте, а использо-
вание трансдьюсера подразумевает дальнейшую 
интерпретацию выходных данных с трансфор-
мера для построения выравниваний, как в клас-

сическом варианте с CTC или обычным RNN-T. 
Это позволяет совместить преимущества обоих 
подходов [43].
Одной из  самых эффективных является мо-

дель конформер-трансдьюсер, в которой LSTM-
слой декодера, применяемый в базовом конфор-
мере, заменен на трансдьюсер [48]. Данная архи-
тектура обладает достоинствами архитектуры 
конформер, а именно способностью эффективно 
моделировать как долгосрочные временные за-
висимости при помощи механизма самовнима-
ния, так и локальные зависимости благодаря 
сверточным ядрам. При этом кодер трансформе-
ра и декодер трансдьюсера объединены в единую 
структуру, что повышает эффективность вычис-
лений, точность, а также дает способность вы-
равнивания входных и выходных данных пере-
менной длины. Одной из самых последних моди-
фикаций такой модели является Fast Conformer, 
представленный Nvidia [49]. Скорость этой моде-
ли в 2,8 раза выше, чем у оригинальной модели 
конформер-трансдьюсер, за счет дополнительно-
го уменьшения частоты дискретизации входной 
аудиоспектрограммы в два раза, а также превос-
ходит базовую на 0,2 % WER на части Test Other 
корпуса Librispeech.

Обсуждение

На основе описанных моделей с архитектурой 
трансформер и их модификаций, а также страте-
гий декодирования можно сделать ряд выводов. 
Трансформеры обеспечивают эффективное па-
раллельное вычисление и способны обрабаты-
вать длинные последовательности благодаря ме-
ханизму внимания. Основной недостаток в этом 
случае заключается в высоких вычислительных 
затратах, особенно при работе с большими моде-
лями и длинными последовательностями. При 
этом трансформеры работают лучше в сценари-
ях, где требуется учесть глобальный контекст 
всей последовательности, таких как длинные 
предложения или монологи, что позволяет учи-
тывать взаимосвязи между удаленными элемен-
тами входных данных.
Конформеры, дополняя трансформеры свер-

точными слоями, улучшают обработку локаль-
ных контекстов, что особенно полезно для обра-
ботки непрерывной речи с высокой плотностью 
информации или шумовых данных. Конформеры 
объединяют преимущества трансформеров в за-
хвате глобальных зависимостей с возможностя-
ми сверточных нейронных сетей в захвате ло-
кальных зависимостей. Это делает их пригодны-
ми для задач, в которых важна высокая точность 
распознавания в условиях высокого уровня шу-
ма и (или) вариативности речи.

  Рис. 5. Схема модели RNN-T [30]
  Fig. 5. RNN-T model diagram [30]
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В то же время конформеры зачастую требуют 
больших вычислительных ресурсов из-за боль-
шого количества параметров и сложности архи-
тектуры, что влечет за собой большие временные 
затраты на обучение. Кроме того, конформерные 
модели могут требовать большого количества 
данных для эффективного обучения, особенно 
если они используются для работы с разнообраз-
ными типами данных.
Итак, рассмотрено несколько стратегий деко-

дирования: CTC, AED и трансдьюсер (RNN-T). 
CTC подходит для задач, где важно учитывать 
выравнивание входных и выходных последова-
тельностей, но плохо применима в тех случаях, 
когда длина входной последовательности мень-
ше выходной. В качестве недостатка данных мо-
делей можно отметить то, что эти модели пред-
полагают независимость выходных символов. 
В трансдьюсерах, напротив, выходной символ 
зависит от предшествующего контекста. AED 
позволяет учитывать долгосрочные зависимости 
и контекст, способствуя повышению точности, 
но снижает скорость распознавания, ограничи-
вая ее работу в режиме реального времени. У ме-
ханизма внимания есть недостаток, который за-
ключается в том, что модели, его использующие, 
требуют на вход подачу сразу всей обрабатывае-
мой последовательности. Это делает их медлен-
ными и непригодными для систем потокового 
распознавания речи. Основные достоинства и 
недостатки различных стратегий декодирова-
ния представлены в таблице.
Другим важным наблюдением является то, 

что точность работы САРР сильно зависит от ус-
ловий применения и специфики целевого языка. 
Модели, обученные на ограниченном объеме дан-

ных, могут показывать низкую точность в слож-
ных условиях, таких как шумная среда или не-
стандартное произношение. Лингвистические 
особенности целевого языка также играют важ-
ную роль, что демонстрируют расхождения в по-
казателях точности для различных языков при 
аналогичном объеме обучающих данных.
Качество и объем обучающих данных также 

остаются критически важными для успешного 
обучения моделей САРР. Модели, обученные на 
большом объеме данных, показывают лучшую 
производительность, особенно в условиях шум-
ной среды или нестандартного произношения.
В последнее время тенденцией является уве-

личение размера моделей [18]. Очевидно, что 
для обучения особенно больших моделей требу-
ется большое количество как вычислительных 
ресурсов, так и обучающих данных, что услож-
няет процесс обучения таких моделей. Подход, 
используемый для моделей wav2vec [51], при-
зван решить эту проблему. Он подразумевает 
предварительное обучение модели на большом 
количестве неразмеченных аудиозаписей, что 
дает возможность выделить необходимый кон-
текст для условной акустической модели, а за-
тем уже дообучить ее на относительно неболь-
ших по размеру данных в виде транскрибиро-
ванной речи, что, в свою очередь, позволяет 
условной языковой модели выделить языковой 
контекст [51–53]. Подход хорошо себя показал 
в задаче малоресурсного распознавания речи. 
В статье [54] достигнут результат по метрике 
WER 26,5 % для языка суахили при размере на-
бора данных всего 30 часов и 18,7 % CER для 
чукотского языка при всего трех часах речевых 
данных.

  Характеристики основных стратегий декодирования в контексте интегрального подхода
  Features of the main decoding strategies within the framework of end-to-end

Характеристики 
и метаданные

Стратегия декодирования

CTC AED Трансдьюсер

Достоинства

Гибкость выравнивания, 
хорошая работа с длинными 
временными последователь-

ностями

Высокая точность, гибкость, 
эффективная работа с длин-
ными последовательностями

Учитывает предшествую-
щий контекст

Недостатки
Элементы выходной последо-
вательности априорно счита-

ются независимыми

Высокая вычислительная 
сложность, сложность 

настройки

Требует больших вычис-
лительных ресурсов

Пример [50] [49] [49] [20] [43] [49] [49]

Кодер T C FC T T C FC

Тестовый корпус TED-
LIUM 2

LibriSpeech test 
other

Microsoft anonymized 
training data LibriSpeech test other

WER, % 14,2 4,50 4,19 7,83 5,6 3,74 3,79

Примечание: T — трансформер, C — конформер, FC — Fast Conformer.
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Заключение

В настоящей статье были рассмотрены моде-
ли интегрального распознавания речи на основе 
архитектуры трансформер и основные страте-
гии декодирования, которые могут применяться 
совместно с трансформерами. Использование 
интегральных систем, объединяющих акусти-
ческую и языковую модели в рамках одной глу-
бокой нейронной сети, зарекомендовало себя 
как эффективное решение по сравнению с тра-
диционными подходами. Тем не менее различ-
ные стратегии реализации имеют свои сильные 
и слабые стороны, что заставляет адаптировать 
их в зависимости от конкретных задач. Особенно 
это важно при решении задач распознавания 
естественных языков.

С учетом интеграции различных технологий 
дальнейшее развитие САРР может быть связа-
но с мультимодальным обучением, где модели 
обучаются на данных разных типов, таких как 
текст, аудио и видео. Это может значительно 
улучшить понимание контекста и повысить точ-
ность распознавания речи в сложных условиях. 
Дальнейшие исследования авторов могут быть 
связаны именно с обоснованием методов работы 
с различными модальностями в рамках инте-
грального подхода.
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Introduction: One of the trends in natural language processing is the shift from modular architectures to end-to-end models. These systems 
combine various processing stages such as acoustics, language, lexicon modeling, and decoding into a unified architecture. One of the most currently 
used state-of-the-art architectures for end-to-end speech recognition is transformer architecture and its modifications. Purpose: To make a detailed 
survey of decoding models and strategies in the context of end-to-end approaches in natural language processing. Results: The analysis of various 
decoding strategies has led to several conclusions. Connectionist Temporal Classification is effective when there is no alignment between the speech 
signal and text transcriptions, but its use is impractical when the length of the input data is shorter than that of the output. The main drawback of 
models using Connectionist Temporal Classification is the assumption of independence between output symbols. More promising are transducers, 
which take into account the preceding context for each output symbol, as well as Attention-based encoder-decoder models, which capture long-term 
dependencies and context. However, the latter strategy has the downside of being slow, limiting its use in real-time applications. Thus, each of the 
strategies reviewed in the paper has its own strengths, but they perform best when applied to specific types of tasks. Practical relevance: This 
survey paper contributes to the study of rapidly developing end-to-end speech recognition area, irrespective to particular languages. The results of 
the work can find application in the field of the development of automatic speech recognition systems in natural languages, including low-resource 
languages. Discussion: The current trend of increasing model sizes makes hybrid solutions the most promising ones, as they account for the need 
to use speech recognition systems in real-time while requiring fewer computational resources.
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