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Введение: проблема классификации электрокардиограмм сǡмножественными метками возникает по причине того, что од-
ной записи могут соответствовать несколько диагнозов. Поскольку редкие диагнозы представлены вǡменьшем количестве, 
а их признаки проявляются на участках различной длины, использование единого масштаба анализа и общего порога реше-
ния повышает риск смещения модели кǡчастым состояниям и пропуска редких патологий. Цель: адаптировать и эксперимен-
тально исследовать одномерную сверточную нейронную сеть InceptionTime для классификации электрокардиограмм сǡмно-
жественными метками. Результаты: разработанная схема классификации электрокардиограмм сочетает многомасштабное 
извлечение признаков, взвешенную бинарную кросс-энтропию сǡлогитами и индивидуальные пороги для пяти диагностических 
суперклассов. Экспериментальная проверка, проведенная на наборе десятисекундных двенадцатиканальных электрокардио-
грамм, включавшем записи без патологий, сǡинфарктом миокарда, изменениями реполяризации, нарушениями проводимости 
и гипертрофией, выявила, что на тестовой выборке полнота составила 0,74, а макроусредненная гармоническая мера точности 
и полноты — 0,72. Сравнение сǡрекуррентными и сверточными архитектурами показало, что модель на основе архитектуры 
InceptionTime обеспечила наибольшую полноту и продемонстрировала один из лучших результатов по макроусредненной гар-
монической мере точности и полноты. Практическая значимость: адаптированная модель может служить алгоритмической 
основой программного модуля предварительного анализа электрокардиограмм и систем поддержки врачебных решений. 
Независимая оценка диагностических состояний позволяет выявлять несколько патологий вǡодной записи, а применение от-
дельных порогов для каждого класса — снижать риск пропуска редких патологий и предварительно выделять записи для по-
следующей проверки специалистом. Обсуждение: дальнейшие исследования целесообразно направить на повышение качества 
распознавания редких диагностических классов и проверку модели на других биомедицинских сигналах (анализ электроэнце-
фалограмм, оценка уровня стресса и эмоций человека и др.).
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Введение

По оценкам Всемирной организации здраво-
охранения, сердечно-сосудистые заболевания яв-
ляются одной из основных причин смертности 
во всем мире (https://www.who.int/news-room/fact- 
sheets/detail/cardiovascular-diseases-(cvds)). Ранняя 
и точная диагностика является важным фактором 
для своевременного медицинского вмешательства 
и снижения летальности. Электрокардиография 
традиционно выступает наиболее распространен-
ным, неинвазивным и доступным методом оцен-
ки функционального состояния сердца.
Стандартный кардиоцикл (рис. 1) состоит из не-

скольких ключевых элементов (зубцов P, Q, R, S, T 
и соответствующих интервалов), каждый из кото-
рых отражает определенный этап электрической 
активности миокарда. Тем не менее ручная ин-
терпретация записей электрокардиограмм (ЭКГ) 

требует высокой квалификации врачей-кардио-
логов, подвержена субъективности решений и яв-
ляется крайне трудоемким процессом, особенно 
в условиях постоянного роста объемов цифровых 
медицинских данных. 
В настоящее время методы машинного и глу-

бокого обучения успешно используются в задачах 
анализа биомедицинских сигналов [1–3] и явля-
ются одним из основных направлений автомати-
ческого анализа ЭКГ [4, 5]. Проведенные исследо-
вания показывают возможность применения глу-
боких нейронных сетей как для распознавания 
нарушений ритма по одноканальным амбулатор-
ным ЭКГ [6], так и для диагностики состояний 
по 12-канальным записям ЭКГ [7]. В более поздних 
исследованиях рассматриваются задачи интер-
претации ЭКГ, классификации нарушений ритма 
и применения нейросетевых моделей для диа-
гностики сердечно-сосудистых заболеваний [8–10].
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Часто при анализе одномерных временных ря-
дов ЭКГ в качестве базовых подходов используют 
рекуррентные нейронные сети (RNNs). В [11] про-
ведено сравнение базовой RNN, Long Short-Term 
Memory (LSTM) и Gated Recurrent Unit (GRU) для 
классификации ЭКГ. Рекуррентные нейронные се-
ти читают сигнал последовательно, из-за чего пло-
хо улавливают признаки на длинных записях ЭКГ. 
В [12, 13] показано, что применение сверточных 
нейронных сетей (CNN) позволяет эффективно 
улавливать как локальные изменения в форме 
кардиоцикла (например, подъем сегмента ST при 
инфаркте), так и глобальные нарушения ритма. 
В [14] рассмотрена гибридная архитектура CNN-
BiLSTM (такие модели часто оказываются слож-
нее в реализации и требуют большего числа вы-
числительных ресурсов). 
Альтернативой выступают сверточные ней-

ронные сети InceptionTime, которые опираются 
на идею параллельного извлечения признаков 
фильтрами разного размера [15]. В [16] описана 
архитектура InceptionTime, использованная для 
классификации временных рядов. В сравнитель-
ных экспериментах [16] InceptionTime продемон-
стрировала качество классификации, сопоста-
вимое с HIVE-COTE, при существенно лучшей 
масштабируемости по объему и длине времен-
ных рядов. В работе [17] предложена сверточная 
модель для классификации ЭКГ Multireceptive 
Field CNN (MRF-CNN), в которой несколько раз-
меров рецептивного поля помогают учитывать 
как короткие, так и более протяженные участки 
сигнала. 

В данной работе выбрана архитектура Incep-
tionTime, поскольку она специально разработана 
для классификации временных рядов, сочетает 
многомасштабную обработку с остаточными связя-
ми и уже применяется в InceptionTime-подобных 
подходах к анализу ЭКГ [18, 19]. Для ЭКГ такой 
подход особенно полезен, поскольку диагностиче-
ские признаки могут проявляться как в коротких 
элементах сигнала, например в QRS-комплексе, 
так и в более протяженных изменениях сегмента 
ST и зубца T.
Для успешного обучения глубоких нейронных 

сетей требуются крупные и качественно разме-
ченные медицинские наборы данных. Одним из 
наиболее популярных ресурсов для исследования 
алгоритмов автоматической диагностики явля-
ется PTB-XL [20]. В сравнительном исследова-
нии методов глубокого обучения на PTB-XL [21] 
ResNet- и Inception-подобные сверточные архи-
тектуры показали одни из наиболее высоких ре-
зультатов среди рассмотренных подходов к ана-
лизу ЭКГ. Данный набор включает 12-каналь-
ные записи ЭКГ длительностью 10 с и содержит 
диагностические метки, сформированные с ис-
пользованием Standard Communications Protocol 
for Computerized Electrocardiography (SCP-ECG). 
При этом одной записи могут соответствовать 
несколько диагностических меток, которые до-
полнительно объединены в суперклассы и под-
классы.
Целью работы является адаптация и экспери-

ментальное исследование архитектуры одномер-
ной сверточной нейронной сети InceptionTime для 

  Рис. 1. Структура нормального ЭКГ-сигнала и путь электрического импульса в сердце
  Fig. 1. Structure of a normal ECG signal and the path of the electrical impulse in the heart
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автоматической классификации ЭКГ-сигналов 
по пяти диагностическим суперклассам набо-
ра данных PTB-XL с использованием функции 
взвешенной бинарной кросс-энтропии и подбо-
ром индивидуальных порогов классификации. 

Постановка задачи. Материалы 
и методы решения

Задача автоматического анализа ЭКГ заклю-
чается в классификации записей с множествен-
ными метками. Для входной матрицы сигнала 
X  ℝ121000 (12 — число отведений, 1000 — длина 
временного ряда после приведения к частоте 
100 Гц) требуется найти отображение f: X→Y, где 
Y  {0, 1}5 — бинарный вектор принадлежности  
записи к пяти диагностическим суперклассам. 
При этом, поскольку классы не являются взаи-
моисключающими, сумма элементов вектора Y
может быть больше единицы.

Описание набора данных PTB-XL 
В качестве базы исследования использовался 

открытый набор данных PTB-XL версии 1.0.3 
[20, 21]. Он содержит 21 799 клинических 12-ка-
нальных записей ЭКГ длительностью 10 с, полу-
ченных от 18 869 пациентов. В данной работе ис-
пользовались записи с частотой дискретизации 
100 Гц. Выбор указанной частоты обусловлен 
результатами сравнения значений метрик каче-
ства и вычислительных затрат для представле-
ний 100 и 500 Гц при согласованных временных 
масштабах сверточных ядер.
Оригинальная разметка содержит множество 

диагнозов, которые для решения поставленной 
задачи были агрегированы в пять диагностиче-
ских суперклассов: 

— NORM (Normal ECG) — без признаков па-
тологий; 

— MI (Myocardial Infarction) — инфаркт мио-
карда; 

— STTC (ST/T Change) — изменения сегмента 
ST и зубца T; 

— CD (Conduction Disturbance) — нарушения 
проводимости; 

— HYP (Hypertrophy) — гипертрофия.
Используемые диагностические суперклассы 

представляют укрупненные категории электро-
кардиографических состояний. В рассматрива-
емой постановке классификация ЭКГ по этим 
суперклассам предназначена для предваритель-
ного выделения крупных групп указанных вы-
ше изменений. Результат может использоваться 
для предварительной сортировки ЭКГ-записей 
и выделения записей, требующих последующе-
го анализа специалистом, не заменяя детальную 
интерпретацию ЭКГ врачом.

После проведения анализа были исключе-
ны записи, не содержащие диагностические су-
перклассы, что привело к сокращению итого-
вого объема набора данных до 21 388 записей 
от 18 617 пациентов. 
Распределение количества диагностических 

меток по суперклассам представлено на рис. 2 
(подчеркнем, что одна запись может относиться 
сразу к нескольким классам). Видно, что набор 
данных несбалансирован: класс NORM пред-
ставлен заметно чаще, чем класс HYP.

Предварительная обработка данных 
На этапе предварительной обработки выполня-

лась Z-score нормализация отдельно для каждой 
ЭКГ-записи. Среднее значение и среднеквадра-
тическое отклонение рассчитывались совместно 
по всем отсчетам 12 отведений данной записи, 
после чего полученные общие параметры исполь-
зовались для нормализации всех каналов. Такое 
преобразование позволяло привести ЭКГ-записи 
к сопоставимому численному масштабу и повы-
сить устойчивость процесса обучения нейронной 
сети. При этом для всех отведений одной записи 
использовались общие параметры нормализации, 
поэтому независимое масштабирование отдель-
ных каналов не выполнялось.
Нормализация выполнялась в соответствии 

с формулой

' ,i
i

x x
x

s




где xi — текущее значение сигнала; x  — среднее 
значение сигнала; s — выборочное среднеквад-
ратическое отклонение.
Примеры предварительно обработанных 10-се-

кундных сигналов для нормальной ЭКГ и ЭКГ 
с инфарктом миокарда приведены на рис. 3.

 Рис. 2. Распределение количества ЭКГ-записей 
по пяти диагностическим суперклассам
 Fig. 2. Distribution of ECG records across the five 
diagnostic superclasses
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Архитектура InceptionTime
Для решения задачи классификации много-

канальных временных рядов была выбрана ар-
хитектура InceptionTime [16]. Данная архитек-
тура развивает идею Inception-модулей, пред-
ложенную в [15], и основана на параллельном 
применении одномерных сверток с различными 
размерами ядер к одному и тому же входному 
сигналу. Схема разработанной модели представ-
лена на рис. 4.

Модель состоит из шести последовательно 
соединенных Inception-модулей. После третьего 
и шестого модулей добавляются остаточные свя-
зи. Они помогают передавать информацию меж-
ду блоками напрямую и делают обучение более 
устойчивым.
Каждый Inception-модуль содержит несколь-

ко параллельных ветвей обработки сигнала. 
Сначала применяется свертка с размером ядра 
1  1, формирующая 32 признаковых канала, 

 Рис. 3. Примеры предварительно обработанных ЭКГ-сигналов 
 Fig. 3. Examples of preprocessed ECG signals

×

× ×

× 

×

× ×

 Рис. 4. Архитектура модели InceptionTime и структура одного Inception-модуля
 Fig. 4. Architecture of the InceptionTime model and structure of one Inception module
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которые затем поступают в параллельные сверточ-
ные ветви. Затем сигнал одновременно проходит 
через три одномерные свертки с размерами ядер 
9, 19 и 39. При частоте дискретизации 100 Гц это 
соответствует временным окнам около 90, 190 
и 390 мс. Конфигурация размеров ядер 9, 19 и 39 
была выбрана на этапе предварительной настрой-
ки модели по результатам экспериментального 
сравнения различных вариантов на валидаци-
онной выборке. Ядро размером 9 помогает выде-
лять короткие элементы ЭКГ, прежде всего QRS-
комплекс. Ядро размером 19 учитывает участки 
средней длительности, а ядро размером 39 — более 
протяженные изменения, связанные с сегментом 
ST и зубцом T. Кроме того, в модуле используется 
ветвь максимального объединения с последующей 
сверткой 1  1. Эта ветвь помогает модели быть 
менее чувствительной к небольшим сдвигам сиг-
нала во времени. После этого выходы всех ветвей 
объединяются по каналам и проходят через пакет-
ную нормализацию и функцию активации ReLU.  
На выходе одного Inception-модуля формируется 
128 признаковых каналов.
После последнего Inception-модуля значения 

каждого признакового канала усредняются по всей 
длине сигнала. В результате для каждого канала 
остается одно итоговое значение, а полученный 
вектор поступает на полносвязный слой с пятью 
выходами — по числу диагностических супер-
классов. Для каждого из них затем применяется 
сигмоидная функция. Она позволяет отдельно 
оценивать вероятность каждого класса и не тре-
бует, чтобы сумма вероятностей была равна еди-
нице. Это важно, поскольку одна ЭКГ-запись мо-
жет одновременно относиться к нескольким диа-
гностическим категориям.

Обучение модели и подбор порогов 
классификации 
Программная реализация модели и процеду-

ры обучения была выполнена на языке Python. 
Архитектура нейронной сети реализована сред-
ствами PyTorch [22]. Для организации процесса обу-
чения, работы с временными рядами, применения 
преобразований данных и расчета метрик качества 
использовались библиотеки fastai [23] и tsai [24]. 
Вычислительные эксперименты проводились 

в облачной среде Kaggle с использованием графи-
ческого ускорителя NVIDIA Tesla T4. Для сопо-
ставимой оценки вычислительных затрат время 
обучения представлений 100 и 500 Гц измеря-
лось на фиксированном интервале в 25 эпох. При 
100 Гц обучение заняло 11,88 мин, при 500 Гц 
с ядрами (9; 19; 39) — 55,63 мин, а в варианте 
500 Гц с ядрами (45; 95; 195) — 178,92 мин. Пиковое 
использование памяти составило 0,88 ГБ для 
100 Гц и 3,76 ГБ для варианта 500 Гц с увели-
ченными ядрами. Поскольку переход от 100 Гц 

к 500 Гц не обеспечил улучшения Macro-F1, бы-
ло сохранено представление ЭКГ с частотой дис-
кретизации 100 Гц.
Обучение проводилось мини-пакетами по 64 за- 

писи. Использовалось рекомендованное в [20] раз-
биение набора данных: обучающая выборка — 
блоки 1–8, валидационная выборка — блок 9, 
тестовая выборка — блок 10. После исключения 
записей, не содержащих рассматриваемых диаг-
ностических суперклассов, обучающая выборка 
включала 17 084 записи от 14 823 пациентов, ва-
лидационная — 2 146 записей от 1 917 пациентов, 
тестовая — 2 158 записей от 1 877 пациентов. 
Проверка идентификаторов пациентов показа-
ла отсутствие пересечений между обучающей, 
валидационной и тестовой выборками, поэтому 
различные ЭКГ-записи одного пациента не по-
падали в разные выборки. Валидационная вы-
борка применялась для настройки параметров 
модели и порогов классификации, а тестовая — 
только для финальной оценки качества.
Для оптимизации параметров модели исполь-

зовался алгоритм AdamW [25] с коэффициентом 
затухания весов 0,1. Скорость обучения изменя-
лась по «политике одного цикла» [26], при этом 
максимальное значение скорости обучения со-
ставляло 10–4. Значения максимальной скорости 
обучения и коэффициента затухания весов допол-
нительно проверялись в сравнительных экспери-
ментах на валидационной выборке. Максимальное 
число эпох было равно 100. Для снижения риска 
переобучения применялась ранняя остановка: 
если значение функции потерь на валидационной 
выборке не улучшалось в течение восьми эпох, 
обучение прекращалось автоматически. Для ито-
говой оценки использовалось состояние модели, 
соответствующее минимальному значению функ-
ции потерь на валидационной выборке.
Поскольку в работе решается задача классифи-

кации с множественными метками, для обучения 
использовалась бинарная кросс-энтропия с логи-
тами LBCE. Эта функция рассчитывает ошибку 
независимо для каждого диагностического супер-
класса и не предполагает, что классы являются 
взаимоисключающими. Для учета дисбаланса 
классов применялась взвешенная модификация 
функции потерь, которая вычислялась по формуле

 

BCE
5

1

1
1 1

5

ˆ( , )

ˆ ˆ[ log( ( )) ( ) log ( ) ],i i i i i
i

L

w y y y y
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
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где для i-го класса: wi — весовой коэффициент, 
компенсирующий дисбаланс путем штрафа за 
ложноотрицательные предсказания; yi {0, 1} — 
истинная метка (1 — класс присутствует, 0 — класс 
отсутствует); ˆiy  — логит («сырой» выход сети 
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моидная функция активации, преобразующая
логит в вероятность.
При проведении вычислительных экспери-

ментов вектор весов W = (w1; w2; w3; w4; w5) =  
= (wCD; wHYP; wMI; wNORM; wSTTC) выбирался рав-
ным (1,0; 2,0; 2,0; 1,0; 1,5). Повышенные коэффи-
циенты для классов HYP, MI и STTC увеличива-
ли вклад положительных примеров этих классов 
в функцию потерь и использовались как умерен-
ная мера учета дисбаланса классов. Выбор коэф-
фициентов был проверен экспериментальным 
сравнением нескольких схем взвешивания.
После обучения выполнялся подбор индивиду-

альных порогов классификации. Учитывая, что 
стандартный порог 0,5 не всегда оптимален для 
несбалансированных медицинских данных (для 
редких классов модель может выдавать более низ-
кие значения вероятности), целесообразно для 
каждого диагностического суперкласса на вали-
дационной выборке перебирать значения порога 
от 0,10 до 0,90 с шагом 0,05. При этом оптималь-
ным считался порог, при котором F1-мера для 
данного класса достигала наибольшего значения. 
Найдены индивидуальные оптимальные поро-
ги классификации: NORM — 0,45; MI — 0,50; 
STTC — 0,50; CD — 0,40; HYP — 0,45. 

Результаты экспериментов 
и их обсуждение

Оценка качества модели осуществлялась на тес-
товой выборке. Для анализа результатов использо-
вались общая точность (Accuracy), точность по-
ложительных предсказаний (Precision), полнота 
(Recall), F1-мера и макроусредненная F1-мера 
(Macro-F1), которые рассчитывались по следую-
щим формулам:

 = ;TP TN
Accuracy

TP TN FP FN


  
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TP FP

Recall = ;TP
TP FN

×
×

2
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где TP, TN, FP и FN — соответственно истинно 
положительные, истинно отрицательные, ложно-
положительные и ложноотрицательные решения.

Подчеркнем, что для несбалансированных ме-
дицинских данных особое значение имеет полно-
та, поскольку она отражает долю реально при-
сутствующих патологий.
Графики изменения функции потерь в зави-

симости от эпохи на обучающей и валидацион-
ной выборках представлены на рис. 5. Отметим, 
что минимальное значение ошибки на валида-
ционной выборке было достигнуто на 13-й эпо-
хе, после чего дальнейшее обучение приводило 
к переобучению.
Поскольку распределение диагностических 

классов в используемом наборе данных является 
несбалансированным, Accuracy в данной работе 
рассматривается как вспомогательная метрика, 
характеризующая динамику процесса обучения, 
и не используется в качестве основного критерия 
качества модели. Основные выводы о качестве 
классификации основываются прежде всего на 
Recall и Macro-F1. График изменения общей точ-
ности в зависимости от эпохи на валидационной 
выборке представлен на рис. 6. Рост значения 
метрики в первые эпохи и последующая стаби-
лизация свидетельствуют о выходе процесса обу-
чения на устойчивый уровень без дальнейшего 
существенного изменения данной метрики на ва-
лидационной выборке.
Для проверки эффективности предложен-

ного подхода значения метрик качества модели 
InceptionTime сравнивались с соответствующи-
ми метриками других моделей, применявшихся 
для анализа ЭКГ на базе PTB-XL (таблица). 
Анализ таблицы показывает, что предложен-

ная модель InceptionTime обеспечивает наиболь-
шее значение метрики полноты 0,74 по сравне-
нию с рекуррентными и сверточными моделями. 
Для задачи предварительного анализа ЭКГ этот 
результат особенно важен, поскольку Recall от-
ражает способность модели находить реально 
присутствующие патологические состояния. 

 Рис. 5. Динамика изменения функции потерь LBCE
при обучении
 Fig. 5. Dynamics of the loss function during training
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По значению метрики Macro-F1 модель Incep-
tionTime превосходит все представленные в таб-
лице модели за исключением MRF-CNN, для ко-
торой значения совпадают. Отметим, что модель 
MRF-CNN демонстрирует более высокую Accuracy, 
хотя для несбалансированных медицинских дан-
ных она не является основной метрикой, посколь-
ку может быть завышена за счет преобладания 
часто встречающихся классов. Небольшое сни-
жение метрики Precision в модели InceptionTime 
по сравнению с MRF-CNN связано с повышени-
ем чувствительности модели. Такой компромисс 
допустим для систем предварительного анализа 
ЭКГ: ложноположительное срабатывание может 

быть дополнительно проверено врачом, в то вре-
мя как пропуск патологического состояния несет 
больший риск. В данной работе основной акцент 
сделан на метрики Recall и Macro-F1, которые 
лучше отражают качество распознавания пато-
логий в условиях дисбаланса данных.
Для анализа зависимости между точностью 

Precision и полнотой Recall при различных значе-
ниях порога классификации для каждого из пяти 
диагностических суперклассов были построены 
кривые точности-полноты (рис. 7); в скобках при-
ведены соответствующие значения площадей 
под кривыми Precision–Recall (PR-AUC). 
Наибольшее значение PR-AUC получено для 

суперкласса NORM — 0,91. Наименьшее значе-
ние PR-AUC, равное 0,53, соответствует супер-
классу HYP, который остается наиболее слож-
ным для распознавания среди рассматриваемых 
диагностических категорий.
Нормализованные матрицы ошибок для диа-

гностических суперклассов (рис. 8) показывают 
долю верных и ошибочных решений.
Матрицы ошибок подтверждают, что модель 

уверенно распознает нормальные записи и де-
монстрирует высокую чувствительность к ин-
фаркту миокарда и изменениям сегмента ST/T. 
Для суперклассов CD и HYP задача остается бо-
лее сложной, что связано с меньшим числом за-
писей и большей вариативностью проявлений 
этих состояний. Подбор индивидуальных поро-
гов позволяет уменьшить число ложноотрица-
тельных решений для таких классов.

 Рис. 6. Динамика изменения точности модели 
на валидационной выборке
 Fig. 6. Dynamics of model accuracy on the validation set

 Рис. 7. Кривые точности-полноты для пяти диагно-
стических суперклассов
 Fig. 7. Precision-recall curves for the five diagnostic 
superclasses

 Сравнение значений метрик качества классификации 
моделей по пяти диагностическим суперклассам PTB-XL
 Comparison of classification performance metrics for 
models across the five PTB-XL diagnostic superclasses

Модель Accuracy Precision Recall Macro-F1 Источник

RNN 0,76 0,01 0,07 0,09 [11]

GRU 0,86 0,82 0,52 0,62 [11]

LSTM 0,87 0,82 0,57 0,66 [11]

CNN 0,72 0,64 0,60 0,61 [12]

SincNet 0,73 0,67 0,59 0,60 [12]

CNN + 
entropy 
features

0,77 0,71 0,66 0,68 [12]

MRF-CNN 0,90 0,73 0,71 0,72 [17]

Inception-
Time 0,87 0,70 0,74 0,72 Данная 

работа
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Заключение

Предложен и экспериментально исследован 
подход к многометочной классификации 12-ка-
нальных ЭКГ-сигналов по пяти диагностиче-
ским суперклассам PTB-XL на основе одномер-
ной сверточной нейронной сети InceptionTime. 
Основной результат работы состоит в том, что 

архитектура была адаптирована не только для 
обработки временных рядов, но и как часть пол-
ной схемы классификации несбалансированных 
медицинских данных, включающей в себя норма-
лизацию ЭКГ-записей, многомасштабное извле-
чение признаков, взвешенную бинарную кросс-
энтропию и индивидуальные пороги классифика-
ции для каждого диагностического суперкласса.
Экспериментальная проверка показала, что 

для предложенной модели InceptionTime на тес-
товой выборке Macro-F1 = 0,72 и Recall = 0,74. 
При этом по сравнению с другими моделями 
InceptionTime представила наибольшее значение 
Recall и один из лучших результатов по Macro-F1. 
Отметим, что высокое значение Recall существен-
но именно для медицинских задач, поскольку оно 
отражает способность модели выявлять реально 
присутствующие патологические состояния.

Полученные результаты демонстрируют при-
менимость архитектуры InceptionTime для задачи 
предварительного многометочного анализа ЭКГ. 
Разработанная модель обеспечивает одновре-
менное выявление нескольких диагностических 
категорий и показывает конкурентоспособные 
результаты по полноте и Macro-F1 в сравнении 
с рассмотренными подходами. Предложенная 
схема может служить основой для дальнейшего 
развития программных средств предваритель-
ного анализа ЭКГ и систем поддержки врачеб-
ных решений. При этом модель рассматрива-
ется именно как инструмент предварительного 
анализа, дополняющий интерпретацию специ-
алиста, а не как автономная система постановки 
диагноза.
Дальнейшие исследования в рамках рассмо-

тренной задачи могут быть направлены на повы-
шение качества распознавания наиболее сложных 
и менее представленных диагностических клас-
сов. Представляется целесообразной адаптация 
сверточной нейронной сети InceptionTime к дру-
гим видам биомедицинских сигналов (анализ 
электроэнцефалограмм, оценка уровня стресса 
и эмоций человека и др.).

  Рис. 8. Нормализованные матрицы ошибок для пяти диагностических суперклассов
  Fig. 8. Normalized confusion matrices for the five diagnostic superclasses
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Introduction: The challenge of multi-label electrocardiogram classification arises due to several diagnoses corresponding to 
a single record. Rare diagnoses have fewer examples, while their features appear in signal segments of different durations. Consequently, 
a single analysis scale and a common decision threshold increase the risk of bias toward frequent conditions and the risk of missing 
rare pathologies. Purpose: To adapt and experimentally evaluate a one-dimensional InceptionTime convolutional neural network for 
multi-label electrocardiogram classification. Results: The study develops a classification scheme combining multiscale feature extraction, 
weighted binary cross-entropy with logits, and individual thresholds for five diagnostic superclasses. We evaluate the model on ten-second, 
twelve-lead electrocardiograms representing records without pathology, myocardial infarction, repolarization abnormalities, conduction 
disturbances, and hypertrophy. On the test set, recall reaches 0.74, while the macro-averaged harmonic mean of precision and recall 
reaches 0.72. Comparison with recurrent and convolutional architectures shows that the InceptionTime-based model has achieved the 
highest recall and one of the highest macro-averaged harmonic means of precision and recall. Practical relevance: The adapted model 
can underpin a software module for preliminary electrocardiogram analysis and clinical decision support systems. Independent assessment 
of diagnostic conditions enables the detection of several pathologies in one record, while class-specific thresholds help reduce the risk of 
missing rare pathologies and identify records for specialist review. Discussion: The study identifies improving the recognition of rare 
classes and evaluating the model on other biomedical signals, including electroencephalograms and signals related to stress and emotions, 
as priorities for further research.
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multi-label classification, cardiovascular diagnostics.
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